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Introducció

En aquesta secció expliquem, en un llenguatge poc formal, algunes de les
idees bàsiques de l’aprenentatge algorísmic (AA), o aprenentatge automàtic,
locucions a les quals atribuïm, com a primera aproximació, el mateix signi-
ficat que a l’anglesa machine learning (ML), és a dir, la recerca d’algorismes
eficients que tornen, a partir d’un conjunt de dades (experiència), predictors
acurats d’informacions associades a noves dades.

En termes usuals, l’AA forma part de l’àmbit de l’anomenada intel.ligència
artificial (IA, o AI en les sigles angleses) i comprèn l’estudi de les xarxes neuro-
nals (XN, o NN en les sigles angleses). Pel que fa a referències generals sobre
aquestes qüestions, vegeu l’apèndix B (pàgina 48). Aquest apèndix conté un
apartat per a cada secció de l’article, començant per §B.0, en què podeu trobar
una llista de tractats sobre les qüestions que ens ocuparan d’ara endavant.
En cadascun d’aquests apartats podeu trobar, ultra les citacions inserides a
la secció corresponent d’aquest article, referències complementàries, comen-
taris bibliogràfics i, quan escau, breus definicions, a l’inici de l’apartat, dels
conceptes que es poden considerar una mica especialitzats.

Hi ha diverses menes d’AA. En aquesta secció només considerarem el cas de
l’AA supervisat. El propòsit d’aquesta modalitat és la creació i la investigació
d’algorismes que tornin una funció f : X → Y amb capacitat acceptable de
predir els valors d’una funció f∗ : X → Y, desconeguda per l’algorisme i a la
qual anomenarem expert o supervisor, a partir d’una sèrie d’exemples, és a dir,
d’un conjunt finit de parells

D = {(xj , yj) : xj ∈ X, yj = f∗(xj) ∈ Y, j ∈ [n]}, [n] = 1, . . . , n.

Sovint ens referirem a un tal algorisme com l’aprenent, ja que la seva tasca
és aconseguir una extrapolació dels exemples que predigui raonablement bé
els valors produïts per l’expert. És important assenyalar que per al tractament
d’incerteses sobre les yj cal recórrer al model més general del qual donem
notícia a l’apartat B.2.

Hi ha dues menes de problemes d’AA supervisat que tenen una rellevància
cabdal: classificació, quan Y és finit (conjunt de classes), i d’interpolació o
regressió, quan Y = R. Formalment, podem tractar els dos casos posant f(x) '
f∗(x) per indicar f(x) = f∗(x) en el cas de classificació i f(x) ≈ f∗(x)
en el cas de regressió, on ≈ denota igualtat aproximada segons un criteri
prefixat. Amb aquesta convenció, podem mesurar la bondat de f amb la taxa
d’aprenentatge, és a dir, la proporció a de casos en què f(xj) ' f∗(xj) = yi
(j = 1, . . . , n), i amb la fidelitat [accuracy],1 que també en podem dir taxa de
generalització o capacitat predictora, és a dir, la proporció g de casos en què
f(x) ' f∗(x) (x ∈ X). Així, 1− a és la taxa d’errors d’aprenentatge i 1− g, la
taxa d’errors de generalització. En la pràctica, g se substitueix per la proporció

1 Atès que molts termes són propostes de traducció al català de paraules o locucions angleses,
sovint aquestes seran consignades entre claudàtors i en lletres sans-serif just després d’aquelles.
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de casos en què f(x̄j) ' ȳj , on D = {(x̄j , ȳj = f∗(x̄j)) : x̄j ∈ X, j ∈ [n̄]}
és un conjunt d’exemples (exemples de test) generat independentment de D,
i un dels nostres propòsits és analitzar les condicions de validesa d’aquest
procediment.

Adonem-nos que assolir una taxa d’aprenentatge a = 1 equival a una
memorització perfecta dels exemples D, cosa que comporta, en els models
més coneguts, un comportament pobre davant d’exemples nous, que en la
pràctica vol dir davant dels exemples D. Per tant, hem d’esperar que el millor
ús dels exemples D sovint només es pugui produir amb un valor adient de
la taxa d’aprenentatge. Més enllà d’aquest valor, apareix el sobreaprenentatge
[overfitting] i, per sota, el subaprenentatge [underfitting]. Trobar aquest valor
òptim de la taxa d’aprenentatge és un dels mèrits que ha de tenir un AA.
Aquests conceptes s’il.lustren i es comenten a la figura 1.
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Figura 1: Estem suposant que l’aprenentatge, com ara d’una regressió
lineal, té lloc en un bucle, els cicles del qual s’anomenen èpoques (eix
d’abscisses), i que en cada cicle la taxa d’aprenentatge sobre les dades
augmenta. Al principi també disminueix l’error de validació, que és com
estimem la capacitat generalitzadora, però arriba un moment que aquest
error torna a créixer. Aquest moment és el de parada òptima. Abans, en-
cara s’està en règim de subaprenentatge i després de sobreaprenentatge,
en què els cicles augmenten la memorització de les dades d’entrenament,
fins i tot els aspectes irrellevants (com ara la presència d’algun tipus de
«soroll»), en detriment de la capacitat de generalització. Aquest esquema
serà modificat a §5 per incloure algunes subtileses del problema de
generalització descobertes en els darrers anys (figura 9).

És un fet que es coneixen tècniques per crear algorismes amb bones taxes
d’aprenentatge i generalització, almenys per a certs problemes. Actualment
aquest fet és notícia gairebé cada dia i en diversos dominis, i és especialment
notori, per la cobertura mediàtica, l’èxit d’algorismes campions en jocs i compe-
ticions de tota mena. Entre aquests, darrerament han cridat l’atenció els casos
del go i del pòquer i, més recentment, el cas d’algorismes que guanyen en jocs
de consola. Però encara potser són més espectaculars els resultats en els àm-
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bits de les imatges (predictors biomèdics, reconeixement de persones, vehicles
autònoms) i de les llengües (parla o escriptura), sobretot per les implicacions
que tenen per a les dinàmiques socials i econòmiques arreu.

Exemple: Regressió lineal regularitzada Suposem que les dades x són vec-
tors i que els valors y són números reals. Sigui w un vector (desconegut) de
pesos (un pes per a cadascuna de les n components dels vectors x), i posem
f∗ = fw , on

fw(x) = w · x = w1x1 + · · · +wnxn
(una suma ponderada dels valors de x). Per tal d’optimitzar la taxa d’aprenen-
tatge, podem prendre com a vector w el que ens proporciona el mètode de
mínims quadrats:

argminw

n∑
i=1

(w · xi −yi)2. (1)

Fixem-nos que el mínim és nul si, i només si, w · xi = yi per a tot i, que
equival a dir que la taxa d’aprenentatge és 1. Per tenir a ratlla el sobreapre-
nentatge, i millorar així la capacitat predictora, es pot recórrer a una versió
regularitzada de (1), la qual cosa vol dir escollir w d’acord amb la relació

argminw
∑
i
(w · xi −yi)2 + λ||w||22, (2)

on λ és un número real positiu que en la pràctica és determinat per l’AA.
Remarquem que un λ petit afavoreix el sobreaprenentatge, mentre que amb
un λ gran fa que |w| hagi de ser petit i, per tant, w té menys possibilitats
d’assolir una bona taxa d’aprenentatge. La solució de les expressions (1) i (2) es
pot obtenir per algorismes estàndard d’optimització (vegeu §4).

Exemples de classificació Potser un dels més familiars és el problema de
filtrar missatges de correus electrònics segons que siguin brossa [spam] o
no. Un altre exemple és el reconeixement de caràcters manuscrits, en què la
capacitat predictora té la flexibilitat d’adaptar-se a la infinitat de variacions
possibles. D’especial interès per als matemàtics poden ser els programes que
transformen la imatge d’un text matemàtic en una versió LATEX d’aquest (vegeu
https://mathpix.com/), o aplicacions per a mòbil que donen informació
sobre objectes usant la seva fotografia, o que transformen la parla en un
idioma en un text escrit i que a més poden traduir-lo, tant la veu com l’escrit, a
un altre idioma.

Regressió logística Diem que la probabilitat p = p(x), x = (x1, . . . , xd) ∈
Rd, segueix una regressió logística si el log de la possibilitat [odds] de x, p/(1−p),
segueix una regressió lineal:

log
p

1− p = w1x1 + · · · +wdxd = w · x.
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Trobats els pesos w d’aquesta regressió lineal (normalment, usant taules de
resultats previs en què els vectors de característiques apareixen amb les seves
freqüències), llavors obtenim

p = 1
1+ e−w·x ,

una relació que pot servir per fer prediccions sobre la probabilitat de qualsevol
nou vector de característiques. La funció σ(t) = 1/(1+e−t) té forma sigmoide i
es coneix també amb el nom de funció logística (figura 2). De vegades convé usar
la funció 2kσ(t)−k = k(1−e−t)(1−e−t)−1, que té forma sigmoide però variant
entre els extrems ±k, i que podem denotar σk. Per exemple, σ1/2 = σ − 1/2
varia entre −1/2 i 1/2, mentre que σ1 varia entre −1 i 1.
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Figura 2: Gràfic de la funció logística.

Organització del contingut A la primera secció s’apleguen algunes idees de
caire relativament elemental, amb molta tradició en els estudis de matemàti-
ques i estadística, que es poden veure com a arrels dels models matemàtics de
l’aprenentatge i que en tot cas segueixen tenint un paper en les teories més
actuals.

El model bàsic en què basem la resta de l’article s’exposa a §2. El repte
principal de l’AA davant de les ingents quantitats de dades de què es disposa
és l’anomenat malefici dimensional [curse of dimensionality], que considerem
breument en el primer apartat, 2.1. Els ingredients del model bàsic i la seva
significació es descriuen a l’apartat 2.2, que acaba amb el que anomenem
teorema fonamental de l’AA. En els dos darrers apartats es descriuen models
matemàtics de les neurones i de les xarxes neuronals i de la seva funció com a
aproximadors universals.

L’estat de l’art dels fonaments teòrics de l’AA es desgrana a les tres sec-
cions següents: §3 (Aproximació), §4 (Optimització) i §5 (Generalització). Atesa
la importància dels temes, ens remetem a la introducció de cadascuna per
analitzar-ne l’abast amb més detall.

A la darrera secció, §6, fem referència a alguns altres models prometedors.
També esmentem diversos problemes oberts. A l’apèndix A recollim algunes
nocions de probabilitat emprades anteriorment. Havent ja explicat el propòsit
de l’apèndix B, només ens queda dir que l’article acaba amb la secció de
referències, que conté la bibliografia citada.
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Finalment, cal indicar que ometem pràcticament totes les demostracions
dels resultats que hi incloem, però que procurem compensar-ho amb referèn-
cies adients, sigui en el context de cada enunciat o en l’apartat corresponent
de l’apèndix B.

1 Preludis

Encara que el tema principal d’aquest article sigui l’AA basat en xarxes neu-
ronals, i els resultats en què es basa, ens ha semblat adient incloure aquesta
secció preliminar per donar compte d’algunes nocions bàsiques que han tingut,
i segueixen tenint, un paper important en l’evolució de les teories de l’apre-
nentatge i el desenvolupament del que s’anomena ciència de les dades [data
science]. La motivació principal de la secció és fer de coixí entre coneixements
més o menys familiars i les seccions posteriors, de natura més tècnica. Per a
referències, vegeu §B.1.

1.1 La via bayesiana

La ben coneguda regla de Bayes-Laplace, sovint anomenada simplement fórmula
de Bayes, és de fet un dels resultats pioners i fonamentals de la teoria de
l’aprenentatge.

Donats esdeveniments X, Y , tenim que

P(X,Y) =
{
P(X) · P(Y |X),
P(Y) · P(X|Y),

i aquestes relacions són equivalents a

P(X|Y)
P(X)

= P(Y |X)
P(Y)

= P(X,Y)
P(X) · P(Y) .

Denotem amb L(X,Y) aquest valor, que és simètric en X i Y . Llavors podem
escriure

P(Y |X) = P(Y)L(X,Y),
que és la regla de Bayes-Laplace. Veiem que L(X,Y) és el factor pel qual hem
de multiplicar la probabilitat P(Y) de Y , prèvia a l’observació de X [prior], per
obtenir la probabilitat P(Y |X) de Y posterior a l’observació de X. En altres
termes, L(X,Y) indica el grau d’aprenentatge sobre Y aportat pel fet d’haver
experimentat X.

Classificació bayesiana: la regla MAP Si un esdeveniment X ha estat observat, i
aquest fet es pot atribuir a una de les hipòtesis Y1, . . . , Yr , la regla MAP (màxim
a posteriori) selecciona la Yj que maximitza P(Yj|X). Per la regla de Bayes-
Laplace, això equival a escollir la Yj que maximitza P(X|Yj)P(Yj). En el cas
especial en què les Yj són equiprobables, es tracta de maximitzar P(X|Yj).
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Un cas particular és el d’una classificació binària dels objectes de X. Supo-
sem X = X0 tX1, però que l’observació d’un x ∈ X no determina amb certesa,
generalment per la presència de soroll o altres causes, a quina de les dues clas-
ses pertany. El model estadístic d’aquesta situació és que l’atribució d’una
classe y ∈ {0,1} a una observació x es regeix per una probabilitat conjun-
ta P(x,y) = P(x|y)P(y). És a dir, suposem que les probabilitats P(0) i P(1)
són conegudes, així com les probabilitats P(x|y) que expressen la incertesa
sobre la classe y de x. Quantificada així la incertesa, la regla de decisió òptima
és l’anomenat classificador de Bayes, f B : X → {0,1}, definit per la màxima
probabilitat posterior P(y|x) = P(x|y)P(y)/P(x), és a dir:

f B(x) =
{

0 si P(0|x) á P(1|x),
1 si P(0|x) < P(1|x).

Aquest classificador és òptim per a la distribució P i la seva proporció d’er-
rors és R∗ =

∫
min{P(0|x), P(1|x)}P(x)dx en mitjana. Sense més informació

sobre P , només es pot assegurar que 0 à R∗ à 1/2.

La perspectiva bayesiana de l’AA Partint de les dades D, d’un possible
modelM per explicar-les i d’un conjunt de paràmetres o pesos W del model,
la regla de Bayes-Laplace ens dona

P(W |D,M) = P(D|W,M)P(W |M)
P(D|M) ,

on P(W |D,M) és la probabilitat de W posterior a haver observat les dades D
suposant el modelM. A la dreta de la igualtat tenim P(D|W,M), la versemblan-
ça de les dadesD segons el valor dels pesosW relatius al modelM; P(W |M), la
probabilitat a priori dels paràmetresW respecte del modelM; i P(D|M), la ver-
semblança marginal o evidència del model, és a dir,

∫
P(D|W,M)P(W,M)dW .

La probabilitat posterior esdevé la probabilitat a priori per processar la infor-
mació adquirida en considerar noves dades.

Un model M ja après es pot usar per predir la probabilitat de noves da-
des D′:

P(D′|D,M) =
∫
P(D′|W,D,M)P(W |D,M)dW.

El paradigma també permet contrastar diferents modelsM en relació a les
dades D:

P(M|D) = P(D|M)P(M)
P(D) , P(D|M) =

∫
P(D|W,M)P(W |M)dW.

1.2 Anàlisi de components principals (PCA)

Sigui X una matriu real m×n. Podem pensar que X és el resultat d’observar
m característiques de n objectes, de manera que la fila Xj conté les n obser-

vacions (xj1, . . . , x
j
n) de la característica j-èsima (j ∈ [m]). Equivalentment, la

columna Xk = (x1
k, . . . , x

m
k )

T (k ∈ [n]) conté els valors de les m característi-
ques de l’objecte k-èsim. En tot cas, X = [X1, . . . , Xn] = [X1, . . . , Xm].



Aprenentatge algorísmic i xarxes neuronals profundes 13

Considerem la mitjana de Xj , µj = E[Xj], i la covariància de Xj i Xk, σjk =
Cov(Xj , Xk) = E[Xj ·Xk]− µjµk. La matriu simètrica Σ = Cov(X) = (σjk), de
tipus m×m, és semidefinida positiva i diem que és la matriu de covariància
de X. Adonem-nos que σjj = Var(Xj) (la variància de Xj), i que Var(Xj) = σ 2

j ,

on σj á 0 és la desviació estàndard de Xj .
Donat un m-vector unitari u, resulta que Var(uTX) = uTΣu, i que aquest

valor és màxim precisament quan u és un vector propi u1 de Σ amb valor
propi màxim. En aquestes condicions, es diu que u = u1 és la component
principal de X. Notem que uTX és el vector format amb les projeccions de
les columnes de X sobre u, de manera que aquestes projeccions recullen la
variabilitat màxima de X en una direcció.

La segona component principal de X és el vector propi unitari u2 corres-
ponent al segon valor propi (en ordre no creixent) de Σ. Aquest vector ma-
ximitza Var(uTX) = uTΣu per als vectors unitaris u perpendiculars a u1.
Prosseguint aquest procés, s’obté una base ortonormal u1, . . . , um de Rm

tal que Var(uTr X) = uTr Σur és màxima per a vectors unitaris perpendicu-
lars a u1, . . . , ur−1. Si posem Ur per denotar la matriu formada pels vec-
tors u1, . . . , ur , la matriu UTr X és de tipus r ×n i incorpora la variabilitat de X
atribuïble als primers r valors propis (ordenats en sentit no creixent) de Σ.

La tècnica de les components principals és un primer exemple de reducció
dimensional, un concepte al qual retornarem més endavant, i es pot entendre
com una forma d’aprenentatge no supervisat. També cal dir que UTr X es pot
emprar com una forma de preprocessament aplicable a les dades X abans de
sotmetre-les a un procediment d’aprenentatge supervisat. El valor de r s’escull
de manera que ur+1, . . . , um tinguin un paper negligible en l’explicació de la
variabilitat de X.

1.3 Descomposició en valors singulars (SVD)

Sigui X una matriu real m×n, que considerem com a dades a l’estil del que
hem vist a §1.2, i sigui r el seu rang. Les matrius simètriques XXT i XTX,
de tipus m ×m i n × n respectivament, tenen rang r , són semidefinides
positives i tenen els mateixos valors propis no nuls λ2

1, . . . , λ2
r , on podem

suposar que λ1 á λ2 á · · · á λr > 0. A més, si posem U i V per denotar
les matrius ortonormals de vectors propis de XXT i XTX, llavors X = UΛVT ,
essent Λjj = λj , per a j = 1, . . . , r , els únics valors no nuls de Λ. Amb això,
XXT = U(ΛΛT )UT i XTX = V(ΛTΛ)VT , on els primers r valors de les diagonals
de ΛΛT i ΛTΛ són λ2

1, . . . , λ2
r i tots els altres són nuls en ambdues matrius (de

tipus m ×m i n × n, respectivament). Ara, atès que UΛ = (λ1u1, . . . , λrur ),
obtenim la celebrada descomposició en valors singulars de X:

X = λ1u1vT1 + · · · + λrurvTr .

De fet, resulta que per a k = 1, . . . , r , la matriu

Mk = λ1u1vT1 + · · · + λkukvTk
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és l’aproximació òptima de X amb matrius de rang k (teorema d’Eckart-Young).
Aquest resultat és també, doncs, una forma de reducció dimensional. El valor
de k s’escull de manera que X −Mk sigui negligible en el context on s’utilitzi.

Una aplicació important de la descomposició singular és que la solució a
per mínims quadrats del sistema lineal Xa = b és a = X†b, on X† és la
pseudoinversa de Moore-Penrose de X, és a dir, X† = VΛ†UT , amb Λ†jj = λ−1

j
per a j = 1, . . . , r i totes les altres entrades nul.les.

1.4 Aprenentatge per mètodes no paramètrics

Si bé el focus principal d’aquest article és l’aprenentatge supervisat, té interès
presentar breument la idea d’aprenentatge no supervisat. Ho fem descrivint
dos algorismes: k-mitjana [k-Means], un procediment d’agrupació de dades,
i un de classificació, k-NN [nearest neighbors], en què les dades disponibles
estan classificades per un expert i la decisió s’aconsegueix mirant les k dades
disponibles més properes a la dada per classificar.

k-mitjana En termes generals, aquest algorisme divideix un conjunt de vec-
tors n-dimensionals no etiquetats D en k grups minimitzant una certa funció
de cost, però l’essència del seu funcionament queda ben reflectida en els tres
passos següents: (1) Escollim k vectors diferents z1, . . . , zk (en principi, poden
ser del mateix conjunt de dades). (2) Assignem cada vector xj de D al zi més
proper, és a dir, el primer que satisfà d(xj , zi) =min(d(xj , z1), . . . , d(xj , zk)),
de manera que en resulta una classificació inicial de D en k grups. (3) Actua-
litzem cada zi prenent el baricentre del grup de zi. (4) Iterem fins que els zi
siguin estables (segons una tolerància prefixada).

k-NN Suposem que tenim un conjunt de dades D = {(xj , yj)} (j ∈ [n]),
on les xj són vectors N-dimensionals i les yj , elements d’un conjunt fi-
nit Y . Sigui k un número enter positiu. Donat un vector x arbitrari de l’es-
pai dels xj , l’algorisme k-NN el classifica posant-li una etiqueta de la ma-
nera següent: (1) busca els k vectors xj1 , . . . , xjk de manera que les distàn-
cies d(x,xj1), . . . , d(x,xjk) siguin les més petites possibles, i (2) assigna a x
la moda del conjunt {yj1 , . . . , yjk}. Per trobar el conjunt {xj1 , . . . , xjk}, bas-
ta fer una llista dels parells (j, dj = d(x,xj)), ordenar les dj de manera no
decreixent i retenir els primers k parells (j1, dj1), . . . , (jk, djk). També cal dir
que si en el pas (2) hi ha empat en el nombre de dos o més grups, cal desempa-
tar triant el que doni distància mínima. En el cas d’una classificació binària, és
aconsellable escollir k senar.

L’algorisme k-NN es pot modificar sense dificultat de manera que k creixi
amb n. El teorema següent proporciona condicions suficients perquè aquest
algorisme modificat sigui un classificador universalment consistent.

Teorema 1 ([187, 207]). Sigui fn el classificador binari construït amb una mos-
tra de n punts. Si n → ∞ i k → ∞ de manera que k/n → 0 [e. g., si k = logn],
llavors R(fn)→ R∗ per a qualsevol distribució de probabilitat P , on R(fn) i R∗
són la proporció d’errors de fn i del classificador de Bayes, respectivament.
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Tanmateix, aquest teorema no té les conseqüències pràctiques que podria
semblar a primera vista, ja que oculta un cas de malefici dimensional, en
el sentit que per aconseguir R(fn) − R∗ à ε cal, en el pitjor dels casos, un
nombre d’exemples n = O(ε−d) [176]. Veurem més detalls d’aquest malefici
dimensional a §2.1.

2 Aprenentatge inductiu en gran dimensió

El problema de l’aprenentatge inductiu, tal com l’hem considerat a les seccions
precedents, es redueix essencialment a un problema d’interpolació de dades. És
per tant un problema clàssic, amb una llarga història en estadística i tractament
del senyal. Què fa que la matemàtica de l’AA sigui especial, doncs?

2.1 El malefici dimensional

La clau és la gran dimensió dels espais de dades. Senyals com les imatges,
els àudios i els vídeos viuen en espais de milions de dimensions, i els mèto-
des clàssics d’interpolació resulten inservibles en aquest règim, ja que, per
obtenir solucions consistents sota hipòtesis febles de regularitat local (com
ara Lipschitz), és inevitable que el nombre d’exemples n hagi de créixer de
forma exponencial en la dimensió —un fenomen conegut col.loquialment com
el malefici dimensional [curse of dimensionality]. En efecte, la divisió del cub
unitat d’un espai de dimensió d en cubs de costat ε conté ε−d cubs, és a dir,
una quantitat que creix exponencialment amb la dimensió. Una observació
relacionada és que el volum de l’esfera de radi 1 en dimensió d decreix molt
ràpidament a partir de d = 5 (vegeu la figura 3), de manera que les propietats
familiars vàlides en el pla, en l’espai o en dimensions baixes no serveixen
en dimensions grans. Ras i curt, el malefici dimensional rau en el fet que la
interpolació de punts en dimensions grans és intrínsecament més difícil que
en dimensions baixes.

Figura 3: Volum vn de l’esfera Sn de radi 1 per a n = 1,2, . . . ,25. Tenim
que v1 = 2, v2 = π i, per a n > 2, vn = 2π

n vn−2. Així vn creix quan
n < 2π i decreix monòtonament per a n > 2π . De fet, vn convergeix
molt ràpidament a 0 quan n→∞. Per exemple, v100 ' 2.368× 10−40.

Per afrontar el malefici dimensional cal, doncs, construir teories matemàti-
ques adaptades al tractament d’objectes de gran dimensió. A diferència dels
exemples de regressió lineal i logística de les seccions anteriors, primer és
necessari introduir espais d’aproximació no lineals. Això planteja nous reptes
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algorísmics per poder definir estimadors òptims en aquests espais. Entre les
dificultats principals, cal esmentar la presència inevitable de funcions no conve-
xes i la necessitat d’usar eines avançades de probabilitat (com ara les tècniques
de concentració de la mesura) que garanteixin l’aprenentatge.

L’objectiu d’aquesta secció és presentar primer, §2.2, el model bàsic d’AA
supervisat que usarem a partir d’ara com a teló de fons i escenari per a totes
les consideracions que seguiran. A continuació, §2.3, s’introdueixen els models
de neurona i de xarxes neuronals, cosa que en particular ens permet disposar
d’una gran abundància d’espais d’hipòtesis (un dels elements clau del model
bàsic), i garantir la propietat d’aproximació universal, §2.4.

L’estudi més detallat del paper del model bàsic per superar els obstacles
del malefici dimensional l’hem sistematitzat a les seccions següents, §3, §4
i §5, dedicades als problemes d’aproximació, optimització i generalització,
respectivament.

2.2 Model bàsic

Tot seguit descrivim els ingredients que concorren en el model matemàtic bàsic
de l’aprenentatge inductiu. Com a primer exemple, podeu tenir en compte la
regressió lineal explicada a la introducció.

Domini de les dades: X, l’espai (o conjunt) del qual s’extreuen les dades. La
teoria de la informació permet, en molts casos, que aquestes dades es puguin
representar com a vectors d’un espai vectorial real. Per exemple, per a les
imatges de N píxels, X és (una regió de) RN o de R3N segons que les imatges
siguin monocromes o de color RGB [Red-Green-Blue]. La dimensió d’aquests
espais, per a les imatges que ordinàriament tenen interès, és molt gran. En
general, doncs, hem d’estar preparats per haver de treballar amb espais X
de dimensió molt gran.

Generació de dades: La generació de dades es regeix per la selecció aleatòria
d’elements de X d’acord amb una distribució de probabilitat P sobre X.
Aquesta distribució no és coneguda per l’AA i en general està molt lluny de
la distribució uniforme. Per exemple, les imatges que usualment ens trobem
presenten regularitats que les distingeixen d’aquelles formades per píxels
seleccionats a l’atzar segons la distribució uniforme i de manera independent.
I una observació similar val per al cas dels sons, com ara la música.

Espai d’hipòtesis: És un espai F de funcions f : X → R que considerem
P -mesurables. La selecció d’un tal espai es coneix com a biaix inductiu, ja
que expressa les suposicions a priori sobre la forma esperada de la solució
destil.lada per l’algorisme.

L’espai F sovint s’especifica com un espai de funcions parametritzades. En el
cas de la regressió lineal, l’espai de funcions era el dels polinomis multivariats
de grau 1. A l’apartat següent veurem que les neurones i les xarxes neuronals
es poden veure com a factories de funcions parametritzades no lineals, la
qual cosa és el tret més visible de la seva utilitat per a l’AA.
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Complexitat: La mesura de la complexitat de les hipòtesis és una funció γ : F →
R+. Exemple: γ(f) = ||f || (la norma de f ) quan F és un espai de Banach. Per
a tot δ ∈ R+, posem Fδ = {f ∈ F : γ(f) à δ}. En el cas de la norma, és la
bola (tancada) de F de radi δ, que té l’avantatge de ser un conjunt convex.
Aquesta noció permet facultar l’AA amb un criteri per graduar l’esforç de
cerca segons una complexitat creixent. En el cas de les xarxes neuronals,
aquesta complexitat es controla mitjançant una penalització implícita a través
de l’algorisme d’optimització (§4 i §5.4) o d’una regularització explícita, com
ara una penalització sobre els pesos de la xarxa.

Expert o supervisor: Una funció donada f∗ : X → R. Per a cada dada x, l’ex-
pert produeix un exemple: el parell (x,y), y = f∗(x). L’AA no coneix l’expert
(raó per la qual aquest també s’anomena oracle), però el seu propòsit és imitar-
lo tan fidelment com sigui possible seguint els procediments que es descriuen
més avall. En cas que l’expert sigui un element de F (cosa que en general no
passa), diem que és realitzable.

Dades d’entrenament: Un conjunt d’exemples

D = {(xi, yi = f∗(xi)) : xi ∈ X)}i∈[n]

produïts per l’expert, on els xi es generen segons la distribució P de manera
independent, xi ∼ P en símbols.

Defecte: El defecte [loss] de f ∈ F és un indicador, denotat L(f), de la se-
paració entre f i f∗. Un exemple usual és l’esperança de |f(x) − f∗(x)|2
relativa a P , EP |f(x) − f∗(x)|2. Més generalment, podem emprar L(f) =
EP `(f(x), f∗(x)), on ` : Y×Y → R és una funció no negativa amb `(y,y ′) =
0 si, i només si, y = y ′ (diem que ` és un defecte puntual). En alguns dominis
d’aplicació, del defecte se’n diu risc i, encara en d’altres, error.

Objectiu de l’AA Si bé l’objectiu primari és aproximar l’expert f∗, en termes
del model bàsic es tracta de trobar un estimador f̂ ∈ F , usant nomésD, tal que
el seu defecte L(f̂ ) sigui una bona aproximació del mínim defecte assolible amb
funcions de F , és a dir, de LF =minh∈F L(h). Aquest estimador es construeix
a partir d’una minimització del defecte empíric [empirical risk minimization,
ERM], on el defecte o risc empíric [empirical risk] és el funcional L̂D : F → R+

definit per la fórmula

L̂D(h) =
1
n

n∑
i=1

|h(xi)−yi|2.

Es tracta d’un estimador no esbiaixat de L(h) mitjançant les dades D. Natu-
ralment, l’expressió |h(xi) − yi|2 s’ha de substituir per `(h(xi),yi) si L es
defineix en termes d’un defecte puntual `.
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Com que hi ha una discrepància (aleatòria) entre el funcional que ens interes-
sa minimitzar (L, desconegut) i el funcional de què disposem (L̂D), és necessari
introduir algun tipus de regularització per tal de poder controlar aquestes
fluctuacions. Per exemple, podem considerar el defecte empíric δ-restringit,

L̂D,δ = min
h∈Fδ

L̂D(h), (3)

o el defecte empíric λ-regularitzat (cf. la discussió de l’equació (2)), o λ-penalit-
zat,

min
h∈F

(L̂D(h)+ λγ(h)), (4)

on γ(h) és la complexitat de h introduïda a la pàgina 17.
Com veurem posteriorment, la minimització del risc empíric s’aconsegueix

mitjançat mètodes coneguts genèricament com a algorismes de gradient des-
cendent.

Descomposició de l’error Donat un estimador f̂ obtingut a partir de l’ERM
dins d’un espai d’hipòtesis F , l’objectiu de la teoria de l’aprenentatge esta-
dístic és fitar L(f̂ ) − LF , una quantitat que alguns autors anomenen pene-
diment [regret], ja que expressa la discrepància que emetria un oracle que
conegués L(f̂ ) i LF . Aquest penediment es pot descompondre de la manera
següent ([26, 10]):

L(f̂ )− LF = L(f̂ )− LFδ + LFδ − LF .

La significació del sumand LFδ − LF es descriu més avall amb el nom error
d’aproximació i denotat εapr. Per altra banda, podem escriure

L(f̂ )− LFδ = L(f̂ )− L̂D(f̂ )+ L̂D(f̂ )− L̂D,δ + L̂D,δ − LFδ .

La diferència εopt = L̂D(f̂ )− L̂D,δ s’analitza més avall com a error d’optimit-

zació. Ens queda per considerar la suma L(f̂ )− L̂D(f̂ )+ L̂D,δ − LFδ , de la qual

donarem una fita superior. D’una banda, és clar que L(f̂ )− L̂D(f̂ ) à εest, definit
com suph∈Fδ |L(h) − L̂D(h)| i explicat més avall com a error estadístic o de

fluctuació, i de l’altra, també tenim L̂D,δ − LFδ à εest, ja que si h ∈ Fδ compleix
LFδ = L(h), llavors L̂D,δ − LFδ à L̂D(h)− L(h) à |L(h)− L̂D(h)| à εest. Podem
resumir aquestes consideracions en l’enunciat següent:

Teorema 2 (Fitació del penediment). L(f̂ )− LF à εapr + εopt + 2εest.

Error d’aproximació: L’hem definit com la diferència εapr = LFδ−LF . No depèn
de les dades D, és no negatiu i disminueix en créixer δ. Mesura l’aproxi-
mació del mínim defecte LF que es pot aconseguir amb funcions de Fδ.
Per a la discussió sobre el disseny d’espais F que permetin aproximar f∗,
vegeu §3.
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Error d’optimització: Per h ∈ Fδ, l’hem definit com a εopt = L̂D(h)− L̂D,δ, on
L̂D,δ és el mínim dels defectes empírics de funcions de Fδ. En la pràctica,
es fixa una tolerància ε > 0 i s’aplica un algorisme de minimització del
risc empíric per aconseguir f̂ ∈ Fδ tal que el seu error d’optimització
sigui à ε, és a dir,

L̂D(f̂ )− L̂D,δ à ε. (5)

El problema principal per assolir (5) és computacional, degut al paisatge
no convex del risc empíric, i l’estudiem amb detall a §4.

Error estadístic: Per a una h ∈ Fδ, |L(h)− L̂D(h)| és l’error que es comet en
substituir el defecte L(h) pel defecte empíric L̂D(h). En el pitjor dels
casos, aquest error és εest = suph∈Fδ |L(h)− L̂D(h)|, i d’aquesta quantitat
en diem error estadístic o error de fluctuació. Analitzem el paper que té en
l’anàlisi de la capacitat de generalització a §5.

El teorema 2 ens diu que podem garantir un bon aprenentatge (és a dir,
L(f̂ )− LF petit i, per tant, que f̂ sigui una bona aproximació de f∗ amb una
funció de F ), si podem assegurar que els tres termes d’error són petits. Per
aconseguir això, cal una bona elecció de F , un bon algorisme d’optimització
per tal de poder assolir la desigualtat (5) i eines per controlar les fluctuacions
que produeixen l’error estadístic. És a dir, ens plantegem: (1) Com podem
trobar espais d’hipòtesis F amb bones propietats d’aproximació en dimensions
grans? (2) De quins algorismes es disposa per aconseguir minimitzar L̂D(h)?
(3) Com es poden controlar les fluctuacions estadístiques? A l’estudi d’aquestes
qüestions dediquem les seccions §3, §4 i §5, respectivament.

2.3 Neurones i xarxes neuronals

En aquest apartat introduïm la neurona com a eina bàsica per construir es-
pais funcionals amb bones propietats d’aproximació i generalització en gran
dimensió.

En AA, una neurona (vegeu la figura 4a)) és una funció de la forma

x , χ(θ,x) = aσ(x ·w +w0), (6)

on a,w0 ∈ R, w ∈ Rd, θ = (a,w,w0), i on σ és una funció de forma sigmoide,
com ara la funció logística σ(t) = (1 + e−t)−1 (figura 2). Diem que θ són els
paràmetres de la neurona. Més concretament, w és el vector de pesos i w0, el
biaix. Aquest model computa, per a cada valor dels paràmetres θ, una funció
la gràfica de la qual té forma de talús [ridge] (vegeu la figura 4b)), ja que és
constant sobre cada hiperplà perpendicular al vector w i en la direcció de w té
forma sigmoide.

Afegint la constant x0 = 1 com un input extra, i prenent x̄ = (1, x) i
w̄ = (w0,w), tenim que x ·w +w0 = x̄ · w̄, de manera que si a = 1 i σ és la
funció logística, la neurona computa la regressió logística de x̄ amb pesos w̄.
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Figura 4: a) Esquema d’una neurona. b) La gràfica de la funció calculada
per una neurona té forma de talús. Funcionalment, podem considerar
que els pesos wj i els paràmetres de σ , col.lectivament θ, formen part
de la neurona, i que aquesta dona com a valor de sortida fθ(x1, . . . , xn).
Gràficament, representarem aquesta funcionalitat amb un cercle.

Si la neurona representada a la figura 4a) es compon amb la funció s , ±1
segons que s = fθ(x) á 1

2 o < 1
2 , essencialment tenim l’anomenat perceptró de

Rosenblatt (1958), que històricament té la importància de ser el primer sistema
que podia aprendre una classificació binària a partir d’exemples per un procés
d’ajustament dels paràmetres θ.

Una xarxa neuronal (XN) es pot pensar com una composició de neurones
d’acord amb un graf de connexions que es coneix com l’arquitectura de la
xarxa. Aquí ens fixarem primordialment en el cas de grafs dirigits, i deixarem
per a més endavant alguns comentaris sobre xarxes no dirigides, com ara les
de Hopfield o les anomenades màquines de Boltzmann. Tampoc considerarem
xarxes amb retroalimentació, és a dir, que continguin camins tancats.

L’arquitectura estàndard d’una XN directa [feed-forward] és un graf dirigit
estructurat en capes [layers] Lj , com a la figura 5, i la seva signatura funcional
es pot condensar en l’esquema següent:

N : Entrada = L0 → L1 → L2 → ·· · → Lm → Lm+1 = Sortida. (7)

Convencionalment, una xarxa es considera soma [shallow] si m = 1 i pro-
funda [deep] si m > 1. Les capes L1, . . . , Lm es consideren ocultes [hidden],
mentre que les capes d’entrada i sortida són visibles. L’amplada d’una capa és
el nombre de neurones que conté.

Cada capa consta d’un cert nombre de neurones i només hi ha connexions
de les neurones d’una capa envers neurones de la capa següent. Cada capa
rep un senyal x de la capa anterior i produeix un senyal de sortida x′ que
envia a la capa següent, cosa que podem representar com una relació funcional:
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x′ = fj(x). La capa L0 recull el senyal d’entrada (un so o una imatge, per
exemple), paper que presenta una certa analogia amb el dels òrgans sensorials
dels éssers vius. La sortida, representada per la capa Lm+1, és el resultat
d’aplicar progressivament [feedforward] les funcions f1, f2, . . . , fm (és a dir,
la composició fm◦fm−1◦ · · · ◦f1) a l’entrada. Seguint l’analogia biològica, la
sortida pot ser el senyal enviat a diversos sistemes de l’ésser viu, com ara
l’aparell locomotor, o als òrgans de fonació dels humans, entre molts d’altres.

La funció fj : x , x′ depèn del conjunt de paràmetres (o pesos) associats
a les connexions neuronals que arriben a Lj , de manera que fj és una funció
parametritzada que podem denotar fθj i així l’acció progressiva de la xarxa
és la funció parametritzada fθ = fθm◦ · · · ◦fθ1 (θ = (θ1, . . . , θm)). Atès que
les funcions d’activació de les neurones són no lineals, també ho és aquesta
funció. El nombre total de paràmetres d’una xarxa neuronal és en general molt
gran, especialment, les profundes. Fins on pugui valer l’analogia biològica, els
paràmetres de la xarxa fan el paper de les connexions sinàptiques, de les quals
s’estima que n’hi ha, en el cas dels cervells humans, desenes de bilions.

El caràcter d’una capa Lj de la XN (7) depèn de la manera en què s’usen
els paràmetres θj en la definició de fθj . Un cas important és el de les capes
convolutives, un qualificatiu genèric per designar que en la definició de fθj(x)
s’usa alguna mena de convolució, o de correlació creuada, entre θj i x, i en
aquest cas els paràmetres θj fan el paper de filtres. Una XN es considera que és
convolutiva (XNC) si conté almenys una capa convolutiva.

a) Sortida b)

L1

L0

Entrada L0 L1 L2

x1

x2

x3

x4

x5

Figura 5: a) Xarxa sense neurones ocultes i totalment connectada. b) Xar-
xa amb una capa oculta de tres neurones, L1, totalment connectada a les
neurones de sortida, L2. La capa d’entrada, L0, només està parcialment
connectada a la capa L1. Com que cada neurona oculta rep les sortides
de tres neurones de l’entrada, els pesos de les tres neurones ocultes
podrien ser els mateixos, cas en el qual es parla de pesos compartits.
Aquesta idea és a la base de la noció de xarxes convolutives que veurem
en una secció posterior. Si els tres pesos són w1, w2, w3, l’estat de les
neurones ocultes és yj =

∑3
i=1wixi+j−1, j = 1,2,3, és a dir, el vector

d’aquests estats és la convolució del vector d’entrades x amb el vector
de pesos w.
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2.4 Aproximadors universals

Les xarxes neuronals estàndard tenen la capacitat d’aproximar qualsevol funció
mesurable fins a qualsevol precisió desitjada. De fet, això es pot aconseguir
amb xarxes somes, però amb un nombre de neurones ocultes que augmenta a
mesura que es demana més precisió.

Teorema 3 ([49, 91, 15, 156]). Sigui σ : R → R una funció contínua, acotada,
monòtona creixent i no constant (e. g. una sigmoide o tanh). Llavors l’espai F
de funcions de la forma

N∑
j=1

ajσ(wj · x + bj), (8)

on N ∈ Z+, wj ∈ Rn, aj , bj ∈ R, és dens (convergència uniforme sobre com-
pactes) en l’espai de funcions contínues de Rn. En particular, resulta que tota
funció contínua de X es pot aproximar (uniformement sobre compactes) tant
com vulguem mitjançant una xarxa neuronal soma.

Vegeu [156, proposició 6.4] per a una derivació en el marc del teorema de
Stone-Weirstrass. Aquest resultat dona confiança al fet que les xarxes neuronals
poden aproximar qualsevol funció que tingui interès pràctic, però per si mateix
no és un resultat quantitatiu, ja que no incorpora, per exemple, cap control
sobre el nombre de neurones de la capa oculta necessari per assolir un cert
error d’aproximació. Recordem de l’apartat 2.2 que l’aproximació és només
una peça del puzle, i que un bon algorisme d’aprenentatge necessita a més una
bona taxa de generalització i d’optimització —propietats que, en la pràctica,
requereixen arquitectures més profundes.

3 Aproximació

Un problema fonamental és garantir que l’aprenentatge sigui factible fins i tot
quan n� ε−d, una situació en la qual els mètodes clàssics no són aplicables
(apartat 3.1), però on les xarxes neuronals donen certes esperances. Per encarar
aquesta qüestió, ens fixarem primer en el paper de la profunditat (apartat 3.2) i
després en la geometria espacial induïda per la física del problema (apartat 3.3).

3.1 El malefici dimensional de l’aproximació

L’anàlisi de funcions f : Ω → R definides en un domini Ω de baixa dimensió és
una disciplina madura i amb llarga història en les matemàtiques. La regularitat
d’una funció en una, dues o tres dimensions pot caracteritzar-se precisament
per expressar l’estructura d’un problema específic; per exemple, les solucions
d’una equació d’ones, o d’una imatge f(u), u ∈ [0,1]2, usant eines d’anàlisi
harmònica (com ara la transformada de Fourier o les ondetes), o variants geomè-
triques (com ara les crestetes [ridgelets]). Aquest control permet resoldre tota
mena de problemes inversos (com ara la compressió d’imatges, ressonàncies
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magnètiques, etc.) amb garanties estadístiques i computacionals. En aquestes
aplicacions, podem dir que els models matemàtics estan «al dia» respecte als
algorismes utilitzats en la pràctica.

La situació en dimensions grans és totalment diferent: als espais funcionals
basats en nocions globals de regularitat, com ara els espais de Sobolev, els
manca adaptabilitat quan la dimensió creix: un resultat clàssic en estadística no
paramètrica ([197]) estableix que estimar una funció f de la classe de Sobolev
en dimensió d amb error de mínims quadrats ε requereix O(ε−2−d/s) mostres,
on s és el nombre de derivades de f . Dit d’una altra manera: només les funcions
extremament regulars, amb milions de derivades finites, són estimables en
el règim de dimensions grans! Nocions locals de regularitat, com ara fun-
cions simplement Lipschitz, també pateixen malefici dimensional, ja que són
necessàries ε−d mostres per obtenir errors minimax d’ordre ε [206].

Cal, doncs, treballar amb una teoria d’aproximació alternativa per respondre
al repte de les dimensions grans. En aquest context, els espais funcionals
associats a les xarxes neuronals, començant per les funcions somes descrites
per l’equació (8), han estat estudiats per grans analistes (Pinkus, Matusek o,
fins i tot, Bourgain) com a generalitzacions de les representacions integrals en
Fourier:

f(x) =
∫
g(θ)σ(x · θ)dθ, (9)

on g és la «transformada» i σ , una activació no polinòmica genèrica que
generalitza l’exponencial complexa σ(x · θ) = e−i(x·θ) de la transformada
de Fourier. Un resultat important de [10] és que aquests espais funcionals
permeten adaptar-se a les estructures de baixa dimensió sense malefici: si
f(x) = f̃ (Ux), on U ∈ Rk×d amb k� d és un operador de projecció descone-
gut, la regularitat de f s’expressa en termes de y = Ux ∈ Rk, que té dimensió k
potencialment molt més baixa que la dimensió d de l’espai ambient. L’essència
d’aquests espais és, un cop més, l’esparsitat [sparsity] que es pot imposar a g en
la representació (9), en consonància amb resultats fonamentals dels anys 1990
i 2000 [55] que van transformar el tractament de senyal emprant la condició
d’esparsitat.

3.2 De xarxes somes a xarxes convolutives profundes

Els arguments matemàtics d’aproximació precedents s’han de contrastar
amb els arguments experimentals, que mostren una diferència enorme entre
les xarxes somes genèriques i les xarxes convolutives modernes, amb centenars
de capes. Es pot dir que l’anàlisi harmònica de les xarxes profundes està encara
en la seva infància. De fet, els resultats més profunds sobre això provenen
de la comunitat d’informàtica teòrica, que ha estudiat des dels anys setanta
qüestions d’aproximació de circuits lògics basant-se en l’anàlisi harmònica de
l’hipercub [118].

En el context de xarxes neuronals, alguns autors han estudiat el rol de la
profunditat des del punt de vista de l’aproximació. Citem en particular [58], on
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els autors presenten una classe de funcions radials i oscil.lants en dimensió d
que requereixen un nombre exponencial de neurones per tal que puguin ser
aproximades per xarxes somes, fet que dona un contrapunt negatiu al resultat
d’aproximació universal del teorema 3, però ensems mostren que es poden
aproximar satisfactòriament amb xarxes d’una sola capa oculta.

A més de la profunditat, un altre aspecte crucial de les xarxes neuronals
modernes és que incorporen coneixements de la física (en l’estructura espacial
d’imatges, vídeos i sons, per exemple), com descrivim tot seguit.

3.3 El rol de la geometria espacial

Fins ara hem prosseguit pensant que X és Rd, d� 1, però en les aplicacions
més importants (com ara la visió artificial, el llenguatge artificial —text i parla—
o la física) disposem de més estructura. En molts casos, els elements de X són
funcions x : Ω → Rk, on Ω és una regió d’un espai de dimensió baixa i k, un
número enter positiu petit. En el cas d’una imatge,Ω pot ser un rectangle del pla
i k, el nombre de canals de la imatge, és a dir, k = 1 per a imatges monocromes
o k = 3 per a imatges de color. En el cas de la parla, Ω pot ser R, de manera
que x(t) és la intensitat del so en l’instant t, amb k = 2 si el so és estèreo. En
el cas de la física de N partícules, Ω = (R3 ×R3)N , on la partícula i-èsima està
determinada pel parell (pi, qi) ∈ R3 ×R3 format pel seu moment lineal pi i la
seva posició qi. En tots aquests casos, l’alta dimensió de les observacions x
camufla l’estructura subjacent de dimensió baixa, i la pregunta clau és com
podem usar aquesta estructura (que anomenarem estructura funcional de X)
per al tractament del problema esmentat.

Simetries globals En AA, les simetries apareixen com a transformacions de
les entrades que no afecten la funció que volem aprendre. És una situació que
presenta una analogia amb moltes de les matemàtiques i la física. Per exemple,
la relació entre el grup de Galois d’un polinomi i l’estructura de les seves arrels,
o entre les simetries d’un sistema físic i les lleis de conservació que el regeixen
(teoremes de Noether).

Una simetria de F és una transformació invertible T : X → X tal que f(x) =
f(Tx) per a qualsevol f ∈ F . D’aquestes simetries, que formen un grup G amb
l’operació de composició, les més significatives per als nostres propòsits són
les induïdes a partir de simetries de l’estructura funcional. Més concretament,
si τ : Ω → Ω és una transformació, llavors podem considerar Tτ : X → X,
x , xτ , definida per la relació xτ(u) = x(τ(u)). Per exemple, en el cas d’una
translació τ = tv , tv(u) = u+ v , ens queda xtv (u) = x(u+ v).

Tanmateix, la invariància global no és una premissa prou forta per endegar
l’estimació en dimensions altes. Els grups de transformacions són típicament
de dimensió baixa; en processament del senyal, sovint són subgrups del grup
afí Aff(Ω), de dimensió 6 en el cas de les imatges. Es pot definir una premissa
molt més forta especificant com es comporta f respecte de pertorbacions
geomètriques de Ω properes a elements d’aquests grups de simetries globals.
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Deformacions locals i separació d’escales Considerem ara un camp vec-
torial τ : Ω → Rd, prou regular, que produeix una deformació local ϕ(u) :=
u+τ(u), la qual actua sobre L2(Ω) per composició, xτ(u) := x(ϕ(u)). Com a
exemples tenim translacions locals, canvis del punt d’observació, rotacions i
transposicions en freqüència [33], que han estat utilitzats àmpliament com a
models de variabilitat d’imatge en visió per computador [96, 62, 70]. Observem
que si ‖τ‖ < 1, llavors ϕ és un difeomorfisme.

La major part de les tasques en visió per computador són estables per
deformacions, en el sentit que la predicció feta per f no canvia gaire si la
imatge d’entrada s’ha deformat lleugerament [33, 122]. En tasques que són
invariants per translació aquesta premissa pot expressar-se

|f(xτ)− f(x)| ≈ ‖τ‖, (10)

per a tot x i tot τ , on ‖τ‖ mesura la distància de ϕ al grup de translacions; per
exemple ‖τ‖ := supu ‖∇τ(u)‖ [33]. L’estabilitat per deformacions és una
premissa forta, perquè l’espai de deformacions locals té dimensió gran, en
contraposició amb el grup de simetries globals, com s’il.lustra a la figura 6.
Addicionalment, aquesta estabilitat per deformacions es pot expressar en
termes d’una anàlisi multiresolució [MRA] [120] de la forma següent. Una
imatge contínua x definida a Ω pot interpretar-se com una combinació lineal
x = xJ +

∑
j x̃j de senyals x̃j , j ∈ (−∞, J), on xJ captura les estructures a

gran escala 2J , i x̃j , els detalls a escales 2j més petites, com s’il.lustra a la
figura 7. L’anàlisi multiresolució construeix operadors lineals basats en ondetes
[wavelets] per obtenir aquesta descomposició x , {xJ , x̃j}. Similarment, les
funcions f d’interès en visió admeten una factorització aproximada en termes
d’una anàlisi multiresolució: denotant amb Pj un projector (no necessàriament
lineal) cap a l’espai de senyals a escala com a mínim j, l’estabilitat geomètrica
de f s’expressa com

f(x) ≈ fj(Pj(x)),

on fj és una nova funció definida sobre imatges a una resolució més baixa,
limitada a les escales més grans que j. En altres paraules, les interaccions entre
píxels es poden «separar» segons les escales, tractant primer les interaccions
locals mitjançant l’operador PJ . Aplicant aquesta factorització iteradament a fj ,
fj+1, . . . , obtenim una separació de l’aprenentatge a cada escala. Aquest principi
de separació d’escales apareix en diversos àmbits de la física matemàtica, per
exemple, en el mètode multipolar ràpid [fast multipole method] [73]. Aquest
principi d’estabilitat per deformacions locals ha estat explotat en visió per
computador en diversos models, incloent-hi les xarxes convolutives, i analitzat
matemàticament amb la transformada dispersiva [scattering transform] [33,
122].



26 Joan Bruna i Sebastià Xambó

Figura 6: Les deformacions d’una imatge x per un camp τ regular
no alteren la informació semàntica xτ . En canvi, deformacions grans
(imatge dreta) sí que ho poden fer.

Figura 7: Descomposicio multiresolució. (Font: Wikipedia.)

3.4 Representacions amb estabilitat geomètrica

Motivats per la premissa d’estabilitat geomètrica, estem interessats a construir
representacions de senyals que hi siguin compatibles. Suposem, per concretar-
ho, que l’estimació f̂ de f , la funció objectiu, té la forma

f̂ (x) := Φ(x) ·w, (11)

on Φ : L2(Ω)→ RK designa la representació del senyal i w ∈ RK , els coeficients
de classificació o regressió. En una XNC, Φ seria l’operador que projecta el se-
nyal d’entrada al darrer nivell de la seva representació dispersant, i w s’associa
al darrer senyal de sortida de la xarxa. La representació dispersant s’usa en
anàlisi harmònica per a extreure informació de senyals amb certes garanties
d’invariància i d’estabilitat per deformacions. La idea central és aplicar de
forma iterada una transformada en ondetes amb una transformació no lineal
(rectificació), que permet capturar interaccions entre diferents escales de la
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transformada (d’aquí prové el nom dispersant). La relació lineal (11) entre Φ(x)
i f̂ (x) implica que l’estabilitat geomètrica en la representació és suficient per
garantir un predictor també geomètricament estable. En efecte, si suposem

∀x,τ, ‖Φ(x)− Φ(xτ)‖ Ü ‖x‖‖τ‖, (12)

aleshores, per Cauchy-Schwarz

|f̂ (x)− f̂ (xτ)| à ‖w‖‖Φ(x)− Φ(xτ)‖ Ü ‖w‖‖x‖‖τ‖.
Això motiva l’estudi de representacions del senyal que compleixen (12), i

que al mateix temps Φ capti prou informació que asseguri que ‖Φ(x)− Φ(x′)‖
és gran si |f(x)− f(x′)| també ho és. En aquest context, un repte notable de
cara a assolir ambdues propietats simultàniament passa per transformar les
components en alta freqüència de x de forma estable.

En tasques de reconeixement, a més d’estabilitat geomètrica, és natural
demanar estabilitat respecte a la mètrica de L2(Ω):

∀x,x′ ∈ L2(Ω), ‖Φ(x)− Φ(x′)‖ Ü ‖x − x′‖. (13)

Aquesta propietat d’estabilitat assegura que la presència de soroll additiu
en el senyal d’entrada no canviarà dràsticament les característiques de la
representació.

Les dues estabilitats desitjades, (12) i (13), també poden ser interpretades
en termes de robustesa enfront dels anomenats exemples adversos [191]. En
efecte, el context genèric dels exemples adversos consisteix a produir petites
pertorbacions x′ d’un senyal donat x (mesurat en normes convenients) de
manera que |(Φ(x) − Φ(x′)) · w| sigui gran. L’estabilitat de les representa-
cions significa que aquests exemples adversos no poden obtenir-se amb petites
pertorbacions additives o geomètriques.

En resum, les propietats d’estabilitat (12) i (13) es poden prendre com a
axiomes per definir espais de funcions adaptats. La transformada dispersi-
va ([33, 121]) defineix un espai de funcions lineals mitjançant l’equació (11),
que es pot generalitzar gràcies a la teoria dels nuclis reproductors [24] amb
els mateixos principis d’estabilitat. Mencionem breument el fet que aquests
principis d’estabilitat geomètrica es poden generalitzar a dominis no euclidians,
gràcies a les eines intrínseques en anàlisi harmònica, en varietats riemanianes
i en grafs, a més de la teoria de representació de grups, cosa que dona lloc
a l’anomenat aprenentatge geomètric profund [geometric deep learning]; ve-
geu [31] per a un resum detallat d’aquest tipus de generalitzacions. Tot i que
aquesta visió axiomàtica permet assolir bons resultats numèrics amb mèto-
des matemàticament rigorosos, destaquem per concloure que defineix espais
d’aproximació (lineals) molt més petits que els definits per xarxes neuronals
profundes, i que entendre aquest contrast és un dels problemes oberts més
importants de la matemàtica de l’AA.

4 Optimització

Més enllà de les qüestions obertes descrites a la secció anterior, en el trencaclos-
ques de l’AA l’aspecte matemàtic possiblement més espinós és computacional:
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com podem definir algorismes amb garanties d’optimització del risc empíric
en el cas en què la classe de funcions sigui no lineal? Amb aquesta finalitat,
revisem el mètode del gradient descendent a §4.1, i tot seguit expliquem primer
la connexió amb nuclis reproductors, §4.2, i després, amb els sistemes dinàmics
de transport de mesura a §4.3.

4.1 Mètode del gradient descendent

Recordem, del model bàsic, que l’objectiu de l’aprenentatge supervisat con-
sisteix a minimitzar el risc empíric en una classe d’hipòtesis amb capacitat
limitada. En la forma penalitzada, això es tradueix en (cf. equació (4))

min
h∈F

E(h), E(h) = LD(h)+ λγ(h). (14)

Aquí estem formulant el problema d’aprenentatge de forma implícita, bus-
cant directament funcions de la classe F , per exemple, funcions resultants
d’una xarxa neuronal amb una arquitectura predeterminada. El problema (14)
és conceptualment simple, però computacionalment complicat, ja que en la
pràctica l’espai F sovint té una geometria no euclidiana. Si pensem F com
un subespai de l’espai de totes les funcions f : X → R, podem interpretar (14)
geomètricament com la minimització d’un cost convex en un domini arbitrari.

Tot i que és possible definir mètodes iteratius per optimitzar funcions
en aquest nivell de generalitat, en el nostre cas simplificarem el problema
introduint una parametrització de l’espai d’hipòtesis φ : Θ → F , on Θ és un
domini euclidià, i on suposem que φ és diferenciable i exhaustiva. En el cas
d’una xarxa neuronal, θ ∈ Θ representa els paràmetres que cal ajustar, i φ(θ)
és la funció implementada per la xarxa corresponent als paràmetres θ. Aquesta
parametrització ens permet definir un domini d’optimització euclidià, al preu
que ara la funció per optimitzar és generalment no convexa:

min
θ∈Θ

Ẽ(θ), Ẽ(θ) := E(φ(θ)). (15)

En aquestes condicions, una estratègia clàssica per atacar (15) és el mètode
del gradient descendent (Cauchy, 1847). Començant per un punt h0 = φ(θ0) ∈
F arbitrari, considerem la iteració

θk+1 = θk − η∇Ẽ(θk), (16)

on ∇Ẽ és la primera variació o gradient de Ẽ, i η > 0 és un paràmetre ajustable
corresponent al pas d’optimització. Podem interpretar (16) geomètricament
a partir de l’aproximació lineal de Ẽ en un entorn de θk. Suposant que Ẽ és
β-regular [β-smooth] i η < β−1, tenim la majoració

Ẽ(θ) à Ẽ(θk)+∇Ẽ(θk) · (θ− θk)+ η−1‖θ− θk‖2,

la qual ens duu a reescriure (16) en forma variacional:

θk+1 = argminθ Ẽ(θk)+∇Ẽ(θk) · (θ− θk)+ η−1‖θ− θk‖2. (17)
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L’algorisme, doncs, explota la regularitat local de Ẽ per definir un model
quadràtic majorant la funció, i trobar un punt en l’entorn euclidià del parà-
metre actual on es pugui reduir l’error. El mètode del gradient descendent
admet diverses generalitzacions en les quals no entrarem en aquest article, per
exemple, explotant aproximacions de segon ordre o generalitzacions en mètri-
ques no euclidianes. Cal esmentar que en el cas convex, el mètode del gradient
descendent gaudeix d’una anàlisi matemàtica precisa, que permet garantir que
el mètode, en la seva versió accelerada [138], és òptim respecte a un model de
complexitat oracle que utilitza combinacions lineals de gradients passats [137],
en el sentit que la taxa de convergència Θ(1/t2) no pot millorar-se. Per a més
detalls sobre el mètode, referim el lector a l’excel.lent monografia [34].

En el nostre context, el resultat crucial és que el mètode del gradient descen-
dent permet trobar mínims locals de Ẽ sense malefici dimensional: per a un er-
ror ε>0 donat, es requereixen Õ(ε−2) iteracions de gradient descendent (apro-
piadament modificat en presència de soroll) per trobar un mínim local aproxi-
mat a menys de ε [97], on Õ(f ) significa O(f ) ignorant factors logarítmics.

Malgrat aquest comportament robust davant el malefici dimensional, el
mètode del gradient descendent, tal com l’hem descrit a (16), és problemàtic en
aplicacions de gran escala, ja que cada actualització dels paràmetres reclama el
gradient del risc empíric Ẽ, que depèn de totes les dades. Això ha motivat una
recerca fructífera en mètodes de gradient estocàstic, començant pel treball semi-
nal de Robbins i Monro als anys cinquanta, [163]. Sense entrar en detalls tècnics,
el mètode del gradient estocàstic substitueix l’oracle del gradient [gradient
oracle] per un oracle estocàstic: donat el punt actual θ, l’algorisme té accés a un
vector aleatori θ′ tal que l’esperança condicional E(θ′|θ) = ∇Ẽ(θ); dit d’una
altra manera, tenim accés a un estimador sense biaix del gradient de la funció.
En el cas del risc empíric, aquest estimador s’obté avaluant el risc en un sol
punt, ∇Ri(θ), on Ri(θ) = |φ(θ, xi)−yi|2+λγ(φ(θ)), on φ(θ, xi) = φ(θ)(xi),
o en un subconjunt petit de punts (mini-batch). En aquestes condicions, és
possible establir garanties sobre la complexitat d’iteració similars a les del
cas determinista, de l’ordre de Õ(dε−4) iteracions estocàstiques per trobar un
mínim local aproximat a menys de ε [97].

Mencionem en particular que, en el cas de les XN, una variant popular del
mètode del gradient descendent considera passos de gradient adaptatius, on
l’hiperparàmetre η se substitueix per un pas adaptat a cada coordenada de θ.
Entre les diverses alternatives, la més popular és Adam [100], on el pas de
gradient es normalitza en cada coordenada a partir d’una estimació de la norma
i es combina amb un component d’inèrcia [momentum].

En resum, en el règim on manipulem espais d’hipòtesis amb graus de lliber-
tat enormes, sense cap altra estructura que la regularitat local de la parame-
trització, el mètode del gradient descendent estocàstic es perfila com l’eina
canònica per aprendre, amb una complexitat d’iteració redimida del malefici di-
mensional. Tanmateix, aquesta anàlisi només garanteix que és relativament
fàcil de trobar un mínim local, no un mínim global. És possible certificar la con-
vergència global del risc empíric en el context de xarxes neuronals? A l’apartat
següent veurem que, en alguns casos, la termodinàmica pot donar respostes
positives.
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4.2 Xarxes neuronals ultraparametritzades i nuclis tangents

El mètode del gradient descendent (16) es pot interpretar com una discretització
d’Euler d’una equació diferencial ordinària

θ̇ = −∇Ẽ(θ),

amb condició inicial aleatòria θ(0) donada per una certa distribució de proba-
bilitat definida sobre l’espai de paràmetres Θ.

Aquesta equació, anomenada flux del gradient, defineix una dinàmica con-
tínua θ(t) ∈ Θ, t á 0, en l’espai de paràmetres, que al seu torn genera una
dinàmica en l’espai funcional F definida per h(t) = φ(θ(t)); vegeu figura 8.
La regla de la cadena implica immediatament un flux de gradient equivalent
a F , donat per

ḣ = −K(t) · ∇E(h(t)), (18)

on K(t) := Dφ(θ(t))>Dφ(θ(t)) és un canvi de mètrica anomenat nucli tan-
gent, que projecta el gradient funcional ∇E(h(t)) a l’espai tangent de la varie-
tatF , i onDφ(θ) és la derivada deφ en el punt θ. La dificultat per analitzar (18)
matemàticament rau en la variació temporal del nucli tangentK(t).

Θ φ F = φ(Θ)

(Dφ)>(∇E)

θ(t)

θ0

Dφ(θ(t))

Dφ(θ(t))>

K(t) · ∇E(h(t))

h(t)
∇E(h(t)) f∗

h0 = φ(θ0)

Figura 8: Algorisme del gradient descendent: relacions geomètriques
i analítiques entre l’espai de paràmetres Θ i l’espai d’hipòtesis F . En
general, f∗ està fora de F .

De fet, la variació temporal deK(t) es pot entendre geomètricament com
la curvatura de l’espai de funcions F en un entorn del punt h(t). En el cas
que φ(θ) sigui una xarxa neuronal com a l’equació (7), un resultat important
de [95, 57, 56, 45] és que aquesta curvatura desapareix progressivament quan
la xarxa es torna més ampla, sota una certa normalització dels pesos i, per tant,
K(t)→K(0) uniformement en temps finit [95]. Per exemple, en el cas d’una
xarxa soma, si considerem

φ(θ, ·) = 1√
m

m∑
j=1

χ(θj , ·),
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on χ(θ, ·) és la neurona definida a (6), i els paràmetres θj es consideren
independents i idènticament distribuïts segons una distribució µ0, el nucli
tangent esdevé

K(t)[x,x′] = 1
m

m∑
j=1

∇θχ(θj(t), x)∇θχ(θj(t), x′)

→ Eθ∼µ0[∇θχ(θ,x)∇θχ(θ,x′)]

:=K(x,x′) (m →∞).

En condicions força generals [160], el nucli tangent a una amplada fini-
ta m es concentra uniformement cap aK, amb fluctuacions de l’ordre ∼ 1√

m .
En aquest règim asimptòtic m → ∞, i considerant per simplificar el cas no
regularitzat E(h) = 1

2‖h− f∗‖2, la dinàmica d’entrenament se simplifica a

ḟ = −K∇E(f(t)) = −K(f (t)− f∗),

que correspon a la dinàmica lineal associada a un model de regressió lineal en
un espai de Hilbert generat pel nucli reproductor K. Aquests espais funcionals
(RKHS en anglès) són generalitzacions en dimensió infinita d’espais euclidians,
la qual cosa permet un estudi aprofundit i precís de les qüestions d’aproximació,
generalització i optimització. En contrapartida, aquests espais sofreixen del
malefici dimensional, com s’ha explicat a l’apartat 3.1.

Amb aquesta parametrització, les xarxes neuronals amples es comporten
doncs com a models lineals, caracteritzats per un nucli tangent que no es mou
de la inicialització. Si bé aquest fenomen permet comprendre el perquè del bon
comportament del mètode del gradient descendent, deixa un regust amarg, ja
que no explica matemàticament els avantatges dels models no lineals definits
per les xarxes, ni permet evitar el malefici dimensional. Com veurem tot seguit,
és possible capturar els aspectes no lineals de les xarxes amb un model convex
—canviant la normalització.

4.3 Límits termodinàmics i xarxes somes com a sistemes de partícules

Fixem-nos ara en el cas de les xarxes somes (una sola capa oculta) i considerem
una nova normalització (en 1/m enlloc d’1/

√
m) dels pesos de la forma

φ(θ, x) = 1
m

m∑
j=1

χ(θj , x), (19)

on θ = (θ1, . . . , θm) i la neurona χ(θ, ·) : X → R és una funció parametritzada
per θ ∈ Ω ⊆ Rm. Per exemple, χ(θ,x) = aσ(x · b + c), amb θ = (a, b, c) ∈
R×Rd ×R. Gràcies a l’estructura particularment simple de les xarxes somes,
podem pensar la funció φ com una mitjana de m funcions simples χ(θj),
parametritzades per m partícules θ1, . . . , θm ∈ Ω. La visió paramètrica d’una
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xarxa de neurones en termes dels seus pesos (o partícules) correspon en
el llenguatge de mecànica de fluids a un model lagrangià del sistema, que
contrasta amb el model eulerià, que expressa el sistema en termes de la densitat
de partícules µ, definida com una mesura de probabilitat sobre l’espai Ω.
Efectivament, podem reescriure (19) com

φ(µ,x) =
∫
Ω
χ(θ,x)µ(dθ), (20)

prenent µ = µ(m) com la mesura empírica associada a les m partícules:

µ(m)(dθ) = 1
m

m∑
j=1

δθj(dθ).

La perspectiva euleriana permet abstreure’ns de l’aspecte discret de les
xarxes somes, en el sentit que l’essència de l’entrenament no és comprendre
la trajectòria específica de cada neurona, sinó la trajectòria de la funció que
defineixen conjuntament quan en considerem un nombrem suficientment gran.
Matemàticament, això correspon a l’exemple canònic de concentració de la
mesura, la llei dels grans nombres, que diu que si cada neurona θj s’inicialitza
independentment a partir d’una llei µ0, aleshores la mesura empírica µ(m)
convergeix feblement a µ0 amb taxa 1/

√
m:

E
[∫
g(θ)(µ(m)(dθ)− µ0(dθ))

]
Ü 1√

m
, (21)

on l’esperança és respecte de la mesura empírica, i g és una funció de test
Lipschitz. Dit altrament, una xarxa soma φ(θ, ·), inicialitzada amb m partí-
cules independents idènticament distribuïdes θj ∼ µ0, s’aproxima a la funció
de camp mitjà [mean field] φ(µ0, x) = Eθ∼µ0χ(θ,x), amb unes fluctuacions
típiques de l’ordre 1/

√
m, uniformement en x sobre compactes. Això no és més

que l’estimador clàssic de Monte Carlo. Veurem, seguidament, com aquesta
perspectiva de mostreig també permet incorporar l’aspecte dinàmic d’entrena-
ment.

La densitat permet parametritzar funcions F de forma lineal, com podem
comprovar a (20). En conseqüència, l’alternativa euleriana de (15) és ara

min
µ∈P(Ω)

E[µ] := E(φ(µ, ·)), (22)

on P(Ω) denota l’espai de mesures de probabilitat sobre Ω. Gràcies a la conve-
xitat original de E i a la linealitat de (20), aquest problema és convex respecte
de µ, contràriament a (15).

Malgrat aquesta bona notícia, l’optimització del problema (22) no és trivial,
ja que la geometria de P(Ω) que dona lloc a aquesta convexitat (la geometria de
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mixtures, en què el punt mitjà entre dues mesures µ i ν és la mixtura 1
2(µ + ν))

no és compatible amb el mètode de gradient descendent que es pot implementar
a la pràctica. Concretament, l’algorisme de gradient descendent, actuant sobre
els paràmetres de cada partícula, defineix un operador proximal anàleg al
de (17), però amb una mètrica de transport:

µk+1 = arg min
µ
{E[µk]+ δE[µk] · (µ − µk)+ η−1W2(µ, µk)}, (23)

on W2(µ, µ′) és la distància de 2-Wasserstein entre dues mesures a P(Ω),
i δE és la primera variació de E respecte a µ. Similarment al cas euclidià,
aquest pas proximal admet un límit en temps continu, però en aquest cas, en
lloc d’una equació diferencial ordinària, obtenim una equació en derivades
parcials que és, en terminologia física, l’equació de continuïtat de massa en un
transport de mesura ([126, 168, 44, 180]):

∂tµt = div(∇δE(µt) · µt). (24)

Aquest formalisme permet obtenir garanties d’optimització en xarxes somes
arbitràriament amples [44, 167], malgrat el fet que el funcional no és convex
per desplaçaments, juntament amb cotes de generalització sense malefici di-
mensional [10]. Tanmateix, aquestes garanties d’optimització són vàlides en
el límit termodinàmic, també dit de camp mitjà [mean field], on l’evolució de
la mesura comença a µ0 i no en la seva versió empírica µ(m). De la mateixa
manera que tenim una llei dels grans nombres (i també un teorema de límit
central), a la inicialització (vegeu equació (21)) les trajectòries que comencen
a µ0 i µ(m), diguem-ne µt i µ(m)t , es poden acotar, sota determinades condicions,
de manera que conservin la taxa de convergència feble en 1/

√
m uniformement

en temps [43].
En resum, la visió euleriana de les xarxes somes permet identificar una

estructura matemàtica robusta, a més d’estudiar el problema d’optimització
amb eines de transport de la mesura i mecànica estadística. Malgrat que les
garanties d’aprenentatge són encara qualitatives (el nombre de neurones ne-
cessàries per garantir optimalitat en el cas general segueix sent exponencial
en la dimensió ambient), les eines permeten ser optimistes sobre una teoria
matemàtica de xarxes somes. Les extensions a xarxes més profundes s’han
començat a estudiar [154, 60], així com en problemes amb simetries [223], o
problemes d’optimització competitiva en jocs de suma zero [54].

5 Generalització

Un AA té una bona capacitat de generalització si la hipòtesi h ∈ F que escull
difereix poc de l’expert que ha produït els exemples, és a dir, si el defecte L(h)
és petit. Com es pot garantir aquesta condició si l’AA només coneix els exem-
ples D i, d’una manera o altra, l’espai F? El problema pot semblar impossible
si tenim en compte que D sempre és finit, que el malefici dimensional sempre
sotja totes les cantonades i que F , per regla general, és infinit.
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Si té solució, quina forma podem esperar que tingui un enunciat sobre la
capacitat de generalització? Atès que es tracta de trobar una fita de L(h) en
funció del que coneix l’AA, podem esperar una expressió d’aquesta fita en què
intervingui el risc empíric de h, L̂D(h), la mida de D, n, i alguna mesura de
la cabuda o riquesa de F , que en abstracte podem denotar Cab(F). A més,
l’enunciat ha de ser necessàriament probabilista, la qual cosa vol dir que la
fita serà vàlida amb una certa probabilitat, que, com és costum, expressarem
com una confiança á 1 − δ per a un valor δ petit prefixat. En resum, per
aquesta via, que és la usual en aprenentatge estadístic, tindrem expressions de
la forma L(h) àδ L̂D(h) + Fun(Cab(F),n, δ), on àδ vol dir amb probabilitat
almenys 1− δ relativament a les mostres D i on Fun és una certa funció dels
arguments Cab(F), n i δ. El resultat que segueix és un exemple per il.lustrar
aquest procediment.

Teorema 4 ([176, corol.lari 4.6]). Suposem que F és un conjunt finit d’hipò-
tesis binàries. Llavors, per a qualsevol δ > 0,

L(h) àδ L̂D(h)+

√√√√ ln |F| + ln 2
δ

2n
.

Veiem que podem interpretar que Cab(F) = |F|. El resultat ens diu que la
generalització augmenta si la minimització del risc empíric ens assegura que
L̂D(h) és petit i que n és prou gran perquè el segon sumand de l’expressió
també sigui petit.

L’alternativa és expressar la relació L(h) àδ Fun com una fita inferior de n
(complexitat de la mostra). Per exemple, el teorema anterior es pot expressar
dient, amb les mateixes hipòtesis, que |L(h)− L̂D(h)| àδ ε si

n á
1

2ε2

(
ln |F| + ln

2
δ

)
. (25)

Cal remarcar que (25) i, per tant, el teorema 4, es poden millorar en el cas
realitzable, és a dir, quan f∗ ∈ F . En efecte, en aquestes condicions es pot
establir una fita lineal en ε−1 ([176, corol.lari 2.3]):

n á
1
ε

(
ln |F| + ln

1
δ

)
. (26)

Tanmateix, els espais d’hipòtesis són habitualment infinits i l’estudi de la ge-
neralització que es pot aconseguir és més sofisticat, ja que cal introduir nocions
apropiades de Cab(F) i establir fites superiors de L(h) o inferiors de n que
assegurin la generalització amb confiança 1−δ. En aquesta secció introduïm di-
verses nocions de cabuda d’un espai d’hipòtesis F . La de Vapnik-Chervonenkis
(VC), introduïda com un índex a [203, §1], val per a hipòtesis binàries i no
depèn de la densitat de probabilitat P sobre X, un fet que s’expressa dient que
és una noció agnòstica. N’hi ha bones exposicions en molts textos, com ara [4],
[108] o [176], i li dediquem l’apartat 5.1. El segon apartat, 5.2, el destinem a
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l’anomenada dimensió de Pollard (Pol), introduïda a [158], que és similar a la VC,
però sense la restricció a valors binaris, i el tercer apartat, 5.3, el dediquem
a l’anomenada dimensió de Rademacher (Rad). Aquest concepte (exposat en
detall a [176, capítol 26]; vegeu també les notes [12]) no és agnòstic i això fa,
com veurem, que usualment permeti assolir fitacions millors de les quantitats
que ens interessen. Finalment, a l’apartat 5.4, anotem diverses comparacions
entre les tres nocions de cabuda que acabem d’esmentar.

5.1 La dimensió VC

Mirem primer el cas d’un espaiF d’hipòtesis binàries h : X → {0,1}, que podem
identificar a subconjunts de X : h ↔ h−1(1) = 1h(x)=1. Diem que F disgrega
[shatters] un conjunt finit Z ⊂ X si tota funció binària de Z és la restricció
d’una h ∈ F . La dimensió (o cabuda, o capacitat) de Vapnik-Chervonenkis de F ,
denotada VC(F), es defineix com el màxim cardinal d’un subconjunt finit Z ⊂
X disgregat per F , si aquest màxim existeix, o ∞ altrament. Veiem, doncs, que
VC és un concepte purament combinatori. En termes del càlcul pràctic, en el
cas de cabuda k finita normalment es pot exhibir un Z de cardinal k disgregat
per F i provar tot seguit que cap subconjunt de cardinal k+ 1 ho pot ser. En
el cas de capacitat infinita, s’ha de mostrar que per a tot k ∈ N hi ha un Z de
cardinal k disgregat per F .

Exemples. (1) Sigui X = R i F el conjunt de semirectes positives [a,∞), a ∈ R.
Llavors VC(F) = 1. En efecte, donat Z = {z}, z ∈ X, hi ha semirectes que el
contenen i d’altres que no, de manera que Z és disgregat per F . Per contra, si
Z = {z, z′} ⊂ R, z < z′, una semirecta que contingui z també conté z′ i, per
tant, Z no pot ser disgregat per F .

(2) Encara a R, considerem el conjunt F d’intervals tancats. Llavors VC(F) = 2,
ja que si Z = {z, z′} com en l’exemple anterior, hi ha intervals tancats disjunts
de Z, d’altres que el contenen, i encara d’altres que contenen z i no z′, i
viceversa. En canvi, si Z = {z, z′, z′′}, z < z′ < z′′, no hi ha cap interval tancat
que contingui z i z′′ i no contingui z′, de manera que cap Z de cardinal 3 pot ser
disgregat per F . Adonem-nos que en l’exemple (1) tindríem també capacitat 2
si a més de les semirectes positives consideréssim alhora les negatives.

(3) Sigui F l’espai dels semiplans del pla X = R2. Un conjunt Z de tres punts
no alineats de X és disgregat per F , ja que per a tot subconjunt Z′ de Z hi ha
semiplans h tals que h∩ Z = Z′. Per altra banda, cap conjunt de quatre punts
distints de X pot ser disgregat per F . En efecte, podem suposar que no n’hi ha
tres d’alineats, ja que un semiplà que conté els dos extrems d’un segment conté
qualsevol altre punt d’aquest segment. També podem suposar que cap dels
punts és interior al triangle format pels altres tres, ja que llavors aquest punt
automàticament pertany a qualsevol semiplà que contingui el triangle. I si els
quatre punts formen un quadrilàter convex, no hi ha cap semiplà que contingui
els extrems d’una diagonal i exclogui els extrems de l’altra diagonal. En resum,
cap conjunt de quatre punts pot ser disgregat per F i, així, VC(F) = 3.
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(4) L’exemple anterior és vàlid en qualsevol dimensió d á 2: la capacitat
del conjunt F de semiespais de Rd és d + 1. La part més senzilla és trobar
un conjunt Z de d + 1 punts disgregats per F . Sigui Z = {z0, z1, . . . , zd}, on
z0 és l’origen i zj el punt unitat sobre el j-èsim eix de coordenades. Sigui
{0,1, . . . , d} = At B una partició arbitrària i posem wj = 1 si j ∈ A i wj = −1
si j ∈ B. Llavors el semiespai definit per l’hiperplà d’equació h(x) = w0/2+
w1x1 + · · · +wsxd = 0 conté (exclou) els punts zj per a j ∈ A (j ∈ B), ja que
h(z0) = w0/2 i h(zj) = w0/2+wj per a j > 0, d’on es desprèn que h(zj) té el
mateix signe que wj per a tot j. La part que queda (que cap conjunt de punts Z
de cardinal d + 2 pot ser disgregat per F ) és una conseqüència del fet que
existeix (lema de Radon) una partició Z = Z′ t Z′′ tal que [Z′]∩ [Z′′] 6= ∅, on
posem [Z′] i [Z′′] per denotar les envolupants convexes de Z′ i Z′′: si hi hagués
un semiespai que separés Z′ i Z′′, aquest semiespai també separaria [Z′] i [Z′′].

(5) La capacitat de la família de polígons convexos de r o menys costats és 2r+1.
En efecte, sigui Z un conjunt de 2r + 1 punts sobre una circumferència i fem-
ne una partició Z = Z′ t Z′′. Si |Z′| à r , el polígon convex amb vèrtexs Z′
està contingut a la circumferència i, per tant, exclou els punts de Z′′. Si en
canvi |Z′′| à r , llavors podem construir, a partir de les tangents a la circum-
ferència en els punts de Z′′, un polígon convex de |Z′′| vèrtexs que inclou Z′
i exclou Z′′: basta desplaçar les tangents esmentades un infinitèsim envers
el centre. Aquests arguments es poden modificar fàcilment per establir que
els polígons convexos d’exactament r costats també tenen capacitat 2r + 1.
Finalment, és clar que els polígons convexos, sense condicions sobre el nombre
de costats, tenen capacitat ∞.

El paper de VC en el problema de la generalització queda palès en el teorema
següent.

Teorema 5. Considerem k = VC(F) i suposem k <∞. Llavors tenim:

(1) L(h) àδ L̂D(h)+O
√k+ ln(1/δ)

n

.

Alternativament, n = O
( 1
ε2 (k+ ln(1/δ)

)
assegura |L(h)− L̂D(h)| àδ ε.

(2) Si h ∈ F satisfà LD(h) = 0, llavors n á 8
ε (k ln(16/ε)+ ln(2/δ)) garanteix

L(h) àδ ε. Remarca: l’expressió de la fita inferior de n és O
(k
ε ln(1/ε)+

1
ε ln(1/δ)

)
.

En termes del cost, L(h) àδ O
( 1
n(k ln(n/k)+ ln(1/δ)

)
si L̂D(h) = 0.

Per acabar, anotem què passa quan VC és ∞ (cf. [176, teorema 6.6].

Teorema 6. Per a una classe F d’hipòtesis binàries tal que VC(F) = ∞ existei-
xen oracles que cap algorisme pot aprendre.
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5.2 La dimensió de Pollard

Suposem que Y = [0, K] ⊂ R, K > 0, de manera que F és un conjunt de
funcions h : X → [0, K]. Sigui X = {x1, . . . , xn} un subconjunt de X. Diem que
F disgrega X amb testimonis t1, . . . , tn ∈ R si per a tot subconjunt X′ de X
existeix una funció h ∈ F tal que h(xj) à tj o h(xj) > tj segons que xj ∈ X′
o xj 6∈ X′.

La dimensió de Pollard de F , que denotarem Pol(F), és el màxim cardinal
d’un subconjunt X de X que F pot disgregar. En el cas binari, Y = {0,1},
clarament tenim Pol(F) = VC(F). Un altre exemple és la igualtat Pol(F) =
dim(F) si F és un espai vectorial de funcions reals de dimensió finita.

Amb les notacions anteriors, posem p = Pol(F) i sigui D ∼ Pn, és a dir, un
subconjunt de n elements de X extrets d’acord amb la distribució P de manera
independent. Llavors tenim:

Teorema 7 (Pollard, 1984). Per a tota h ∈ F ,

|L̂D(h)− Ex∼P[h(x)]| àδ K
√

2p
n

ln
en
p
+K

√
1

2n
ln

1
δ
.

Alternativament, |L̂D(h)− Ex∼P[h(x)]| àδ ε per a n á 8K2

ε2

(
p ln 8K2

ε2 + 1
4 ln 1

δ
)
.

5.3 La complexitat de Rademacher

Aquesta noció es pot definir per a una família F̃ de funcions h̃ : Z → [a, b] ⊂ R,
en què (Z, P) és un espai de probabilitat, i el seu propòsit és calibrar la capacitat
de F̃ d’encaixar un cert soroll aleatori. En l’aplicació al model bàsic, tindrem
Z = X × Y, amb P(z) = P(x,y) = P(y|x)P(x) = Px(y)P(x), i F̃ serà la
família de funcions h̃ : X ×Y → R, h ∈ F , definides per la relació (el defecte
puntual ` s’ha introduït a l’apartat «Defecte», pàgina 17):

h̃(x,y) = `(h(x),y). (27)

En realitat hem de considerar dues nocions de complexitat de Rademacher:
Radz(F̃), on z = {z1, . . . , zn} és una mostra donada (zj ∼ P ), i Radn(F̃).
La segona és la complexitat de Rademacher (per a mostres de longitud n) i la
primera, la complexitat de Rademacher empírica (relativa a una mostra z). Per
definir-les, ens cal introduir les variables de Rademacher σ = σ1, . . . , σn a fi
de representar un soroll binari aleatori. Són variables aleatòries independents,
una per a cada dada de la mostra, a valors {−1,1} equiprobables.

La correlació d’una mostra d’aquest soroll amb els valors h̃(z) = h̃(z1), . . . ,
h̃(zn) l’expressa el producte escalar σ · h̃(z). Per tant, suph̃∈F̃ σ · h̃(z)/n
expressa la millor correlació que es pot obtenir, en mitjana sobre la mostra,
amb funcions de F̃ . Amb tot això, ja podem definir les dues complexitats de
Rademacher:

Radz(F̃) = Eσ

sup
h̃∈F̃

σ · h̃(z)
n

 i Radn(F̃) = Ez∼Pn[Radz(F̃)]. (28)
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Teorema 8. Per a tot δ > 0 i tota h̃ ∈ F̃ , es compleixen les desigualtats

Ez∼P[h̃(z)] àδ L̂z(h̃)+ 2Radz(F̃)+ 3

√√√√ ln 2
δ

2n
, (29)

Ez∼P[h̃(z)] àδ L̂z(h̃)+ 2Radn(F̃)+

√√√√ ln 1
δ

2n
. (30)

Si particularitzem els resultats anteriors al cas del model bàsic, via la
introducció de l’espai F̃ associat a F explicada al principi d’aquest apartat,
obtenim:

Teorema 9 (Fitació de Rademacher). Sigui F un espai d’hipòtesis i D un
conjunt de dades empíriques. Llavors per a tota h ∈ F es compleix la desigualtat

L(h) àδ L̂D(h)+ 2Radn(F)+
√

ln(1/δ)
2n

. (31)

Si abstraiem el paper de h̃(z) ∈ Rn mirant-lo només com un vector a ∈ Rn,
podem definir Rad(A) = Eσ

[
supa∈A

σ.a
n
]

per a tot subconjunt A de Rn, una
noció que facilita l’establiment de propietats de Rad.

Teorema 10 (Fita de Rad). Sigui A ⊂ Rn finit i L = supa∈A ‖a− ā‖, on ā és el
baricentre de A. Llavors

Rad(A) à
L
√

2 ln |A|
n

. (32)

Si F és una classe d’hipòtesis binàries tal que VC(F) = k, i D ∼ Pn, llavors

RadD(F) à
√

2k lnn
n

. (33)

Escau comentar aquí que trobar bones cotes de la complexitat de Radema-
cher en xarxes neuronals és actualment un front actiu de recerca.

5.4 Ramificacions

Fem primer una ullada a fitacions per altres vies; després, a fitacions no uni-
formes, i, finalment, a una qüestió que considerem especialment important:
el fenomen anomenat de doble descens que es manifesta en l’entrenament
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de xarxes neuronals profundes i que refuta la comprensió convencional del
capmàs entre l’error d’entrenament i l’error de generalització (figura 1).

Fitacions per altres vies Es poden obtenir cotes de generalització per altres
vies, com ara emprant nocions d’estabilitat algorísmica [27]. Aquestes nocions
es basen en l’anàlisi de sensibilitat, que tracta de quantificar la repercussió en
la sortida d’un sistema d’una variació en l’entrada amb el propòsit de poder
dissenyar sistemes resilients enfront de sorolls pertorbadors de l’entrada. Per
a l’estat de l’art sobre les cotes obtingudes amb aquests plantejaments, tenim
l’article recent [28], que a més obté cotes inferiors de l’error de generalització i
cotes superiors substancialment millors que les conegudes.

Fitacions no uniformes Les dimensions VC (agnòstica respecte de la distribu-
ció P que regeix la generació de dades) i Rad (que depèn de P ) tenen un caràcter
uniforme en la bola Fδ, una condició que comporta certes limitacions, [134], i
que correspon al ritme estadístic O(1/

√
n) de generalització.

En situacions més favorables, és possible substituir aquesta anàlisi uniforme
per una anàlisi més refinada basada en la complexitat local de l’espai d’hipòtesis
a l’entorn de la solució de l’ERM regularitzat, culminant en un ritme ràpid [fast
rate] O(1/n) en el cas de certs espais de nuclis gaussians, [16]. Aquesta anàlisi
refinada també es pot aplicar en models de regressió esparsa [208].

La paradoxa del doble descens Un altre aspecte «pessimista» de les cotes de
generalització vistes fins ara és que són agnòstiques a l’algorisme d’optimitza-
ció utilitzat. La importància de considerar també aquest aspecte s’il.lustra amb
la paradoxa del «doble descens». Esquematitzada a la figura 9, és un fenomen
que exemplifica el contrast entre la comprensió convencional de l’anomenat
compromís entre complexitat de l’espai d’hipòtesis i la taxa d’aprenentatge
[bias-variance trade-off] [176, capítol 5] i el que en els darrers anys ha revelat
l’experimentació amb xarxes neuronals profundes [134, 23, 22]. El compro-
mís en qüestió procura equilibrar el subaprenentatge i el sobreaprenentatge
escollint un model que sigui prou expressiu per poder extreure l’estructura
rellevant de les dades, però també prou simple per no arreplegar-ne detalls
espuris. Segons aquesta percepció, les xarxes neuronals amb moltes neuro-
nes (o ultraparametritzades) estarien descartades, ja que l’elevat nombre de
paràmetres de què depenen permet que puguin memoritzar totes les dades
d’entrenament i, a causa d’això, la seva capacitat generalitzadora hauria de ser
molt baixa o nul.la. Tanmateix, la pràctica mostra que efectivament es poden
ajustar amb exactitud a les dades d’entrenament i ensems tenir una capaci-
tat de generalització que, de fet, augmenta amb la complexitat de la xarxa
profunda. Per sort, l’entrellat de la paradoxa s’ha explicat fàcilment a [126]
mitjançant la teoria de matrius aleatòries, un article remarcable en què també
es posa de manifest que l’algorisme d’optimització té un paper fonamental
de regularització implícita de l’ERM, cosa que també explica (per a models
tractables com ara els models lineals generalitzats) la bona generalització de
les xarxes neuronals ultraparametritzades.
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Figura 9: Adaptació de la figura 1 de [22], tenint en compte també els
gràfics de [126]. a) Aquest gràfic és semblant al de la figura 1, però aquí
a l’eix horitzontal hi ha la capacitat de F . Representa una descripció que
regeix quan el nombre de paràmetres de les funcions de F és inferior al
nombre de dades disponibles en l’entrenament: en augmentar la capa-
citat, l’error d’entrenament disminueix monòtonament, però l’error de
generalització, mesurat usant dades de test, primer disminueix i a partir
d’un cert valor, que separa el subaprenentatge del sobreaprenentatge,
augmenta. b) Representa el comportament extraordinari, i paradoxal
a simple vista, que apareix quan el nombre de paràmetres supera el
nombre de dades d’entrenament: l’error de generalització torna a dis-
minuir a partir del pic que separa els dos règims, fet que possibilita
un aprenentatge pràcticament perfecte de les dades d’entrenament i
ensems una capacitat de generalització que augmenta amb el nombre de
paràmetres.

Serveixi, com a cloenda de la secció, una citació de Donoho a l’article [55],
ja esmentat, sobre les «benediccions de la dimensionalitat», que «són menys
àmpliament percebudes, però inclouen el fenomen de la concentració de mesura
(així anomenat en la geometria dels espais de Banach), la qual cosa significa
que certes fluctuacions aleatòries estan molt ben controlades en altes dimen-
sions, i també l’èxit dels mètodes asimptòtics, àmpliament usats en estadística
matemàtica i en física estadística, les quals coses suggereixen que es poden
fer afirmacions en escenaris de dimensions molt elevades que resulten massa
complicades en dimensions moderades».

6 Altres models i problemes oberts

Hem anat veient que l’AA té relació amb diversos dominis, particularment
de matemàtiques i estadística, però també d’algorísmia i complexitat, física
matemàtica, o combinatòria. Això subratlla el seu caràcter transversal i multi-
disciplinari, però aquesta llista es pot estendre amb d’altres dominis que poden
oferir oportunitats importants per a la recerca, sigui teòrica o aplicada. En el
proper apartat, 6.1, s’indiquen breument algunes de les connexions que ens
semblen més rellevants. Els dos apartats següents es dediquen a la consideració
una mica més aprofundida de la relació amb el problema general d’incorporar
explicabilitat als AA, apartat 6.2, i amb l’àrea de les XN algebrogeomètriques,
apartat 6.3. En el darrer apartat, 6.4, s’indiquen algunes qüestions obertes o
que haurien de merèixer més atenció.
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6.1 Connexions

La tria d’aquest apartat fuig de la mera curiositat i en canvi es fixa en línies que
aporten una comprensió més plena de l’AA i són rellevants per a indagacions
futures.

Teoria de la informació Potser el tractat [119] és el que representa millor
aquesta connexió, ja que la seva resposta a la pregunta de per què és beneficiós
unificar la teoria de la informació i l’AA és que «són dues cares d’una mateixa
moneda». I afegeix: «Els cervells són l’àpex dels sistemes de compressió i
comunicació, mentre que els algorismes d’última generació per a la compressió
de dades i per als codis correctors d’errors utilitzen les mateixes eines que
l’aprenentatge automàtic».

Dels aspectes més concrets, destaquem les contribucions de Naftali Tishby
i col.laboradors en el que anomenen «mètode/principi del coll d’ampolla de la
informació» [information bottleneck method/principle]. Introduït a [193], és
aplicat a l’AA profund a [194] i [177]. El treball més recent que hem trobat en
aquest sentit, [157], és en col.laboració amb Z. Piran i R. Shwartz-Ziv, i el seu
objecte és introduir el que anomenen un «coll d’ampolla dual».

AA amb dades generades matemàticament El treball [111] és paradigmàtic
d’aquesta connexió i suggereix possibilitats insospitades fins ara. Una de les
idees que hi trobem és generar aleatòriament una mostra gran d’expressions
matemàtiques f , en un format apropiat, i formar la llista de parells (f ′, f ), on
f ′ és la derivada de f (relativament fàcil de calcular mitjançant algorismes ben
coneguts). L’AA ha de predir les f a partir de les f ′. Els autors expliquen el que
han descobert així: «Les XN tenen fama de resoldre millor problemes estadístics
o numèrics que efectuar càlculs o manipulacions simbòliques. En aquest article
demostrem que els AA poden ser sorprenentment bons en tasques matemàti-
ques més elaborades, com ara la integració simbòlica i la resolució d’equacions
diferencials. Proposem una sintaxi per representar problemes matemàtics i
mètodes per generar grans conjunts de dades que es poden utilitzar per en-
trenar models de seqüència a seqüència. Aconseguim resultats que superen els
sistemes comercials d’àlgebra simbòlica com Matlab o Mathematica». El més
sorprenent és que l’AA no coneix cap teoria de la integració ni cap regla de les
que aprenem en els primers cursos d’anàlisi.

Destaquem també uns treballs de Yang-Hui He i col.laboradors que obtenen
resultats anàlegs en altres dominis: [81] (una monografia sobre qüestions
plantejades per la teoria de cordes, i, especialment, de geometria algebraica
i enumerativa), [82] (estructures algebraiques), [2] (teoria de nombres i la
conjectura de Birch-Swinnerton-Dyer) i [83] (dirigit a esbrinar el comportament
de l’AA en qüestions relatives a l’estudi de grafs finits, els autors escriuen que
«les XN poden realitzar, amb alta eficiència i precisió, multitud de tasques
que van des del reconeixement de la condició de planitud Ricci d’un graf, fins
a la predicció de la bretxa espectral o la detecció de la presència de cicles
hamiltonians»).
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També encaixen perfectament en aquest punt els treballs [48] i [110]. Aquest
darrer considera XN en grafs i ofereix una perspectiva de com es poden tractar
amb AA.

AA en física Els físics també estan interessats en l’impacte dels AA en el
seu treball. Alguns, com [214], cerquen un «físic artificial» que pugui aprendre
sense supervisió. En una línia similar trobem [94].

En canvi [41] ofereix una extensa panoràmica de les connexions entre les
ciències físiques i l’AA. En aquest sentit és oportú tenir en compte la iniciati-
va [101] del Departament d’Energia dels Estats Units de crear un versió quàntica
d’Internet, la qual cosa veiem com un estímul més per seguir indagant en l’AA.

6.2 Causalitat i AA explicables

En aquesta connexió, al davant cal posar les idees de Judea Pearl, explicades
detalladament en llibres com ara [145] (que en particular conté el remarcable
algorisme de propagació de creences en grafs), [146] (art i ciència de causes
i efectes) i [147] (els fruits madurs de la recerca de l’autor durant més de
dues dècades, un tractat sobre els fonaments de la causalitat). Com a text
complementari, aparegut després de la primera edició (any 2000) de [147],
vegeu [181] (remarcable per la seva claredat i concisió) i [68] (un breu article
d’anàlisi de l’àrea des del punt de vista de les ciències socials: «Tot es complica
quan movem el focus del què al què passa si i al per què»).

Seguim encara amb J. Pearl i alguns treballs fonamentals apareguts en els
darrers cinc anys: [148] (causes dels efectes i efectes de les causes), [149] (una
apreciació de Trygve Haavelmo com un dels iniciadors dels càlculs causals),
[199] («En contrast amb els enfocaments dels llibres de text com la maximitza-
ció de l’esperança i el mètode del gradient, el nostre procediment és no iteratiu,
produeix estimacions de paràmetres de forma tancada i elimina la necessitat
d’inferència en una xarxa bayesiana») i [14] (sobre els problemes que comporta
la fusió de dades en relació amb la causalitat). Finalment, dues peces força
diferents però aclaridores: [150] (discuteix set obstacles a l’AA des del punt
de vista de la causalitat) i [151] (una presentació relativament informal del
seu pensament madur). Afegim el text [153] (introducció a la inferència causal
i fonaments dels AA), que el gran nombre de citacions de treballs de Pearl
confereix un caràcter de reconeixement a aquest investigador.

Explicabilitat D’aquest tema, estretament relacionat amb la causalitat i amb
la interpretabilitat, seleccionem uns pocs treballs recents que el tracten des de
diversos punts de vista i que ens semblen entrades recomanables per iniciar-se
en el seu estudi: [59, 218, 8, 7, 66].

6.3 Xarxes neuronals algebrogeomètriques

Les quantitats x i w del model de neurona que hem considerat a l’apartat 2.3
són números reals. Però podem imaginar que siguin entitats d’una estructura
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algebraica A suficient per garantir que l’expressió x · w = x1w1 + · · · +
xnwn, i una funció d’activació σ : A → A, tinguin sentit. Per exemple, A
pot ser una àlgebra real de dimensió finita, i σ , l’aplicació d’una sigmoide
ordinària que actua component a component (respecte d’una base prefixada
de l’àlgebra). Arribem així al concepteA-neurona i, connectant neurones tal
com hem fet a l’apartat esmentat, a la nocióA-xarxa neuronal, oA-XN. Una
altra generalització consisteix a substituir x i w per estructures de dades més
generals, com araA-tensors [arrays], i el producte x ·w per una operació x?w
apropiada. Entre aquestes operacions, les més usades son certs productes
bilineals, com ara la convolució, i també no lineals, com ara el max-pooling.

Així doncs, les neurones i xarxes neuronals usuals són R-neurones i
R-xarxes neuronals. Més enllà dels números reals, entre els casos concrets
més immediats d’àlgebresA podem esmentar C (números complexos), H (qua-
ternions), O (octonions), una àlgebra de matrius R(n) o una àlgebra geomè-
trica G = Gr ,s de signatura (r , s). Per simplificar la terminologia, parlarem de
xarxes reals, complexes, quaterniòniques (XNQ), octoniòniques, matricials i
geomètriques (XNG), respectivament.

La raó d’usar àlgebres geomètriques és que el seu formalisme està òpti-
mament adaptat a expressar els fets geomètrics de qualsevol espai geomètric
lineal, és a dir, d’un espai vectorial real E = Er ,s dotat d’una mètrica de signatu-
ra (r , s). La manera més directa d’introduir l’àlgebra geomètrica Gr ,s d’aquest
espai, i ensems més propera a les idees en què W. K. Clifford (1845–1879) es va
basar per a la seva creació, és que l’àlgebra exterior ΛEr ,s admet un producte
bilineal associatiu (batejat com a producte geomètric pel mateix Clifford) tal
que

xx′ = x · x′ + x ∧ x′, x,x′ ∈ E, (34)

és a dir, que amalgama els dos productes (interior i exterior) introduïts per
Grassmann (vegeu [216] per a una presentació detallada d’aquesta aproximació,
que inclou també el tractament dels espais geomètrics no lineals, o [215,
capítol 3] per a una presentació axiomàtica). Així podem pensar Gr ,s com
l’àlgebra exterior enriquida amb el producte geomètric (aquesta estructura
també es coneix com a àlgebra de Clifford). És clar, doncs, que té dimensió 2n,
on n = r + s = dimE. Adonem-nos que l’equació (34) mostra que la graduació
lineal de Gr ,s , que de fet és una graduació respecte del producte exterior, no
ho és respecte del producte geomètric. Però la descomposició G = G+ ⊕ G−
en components de graus parells (G+) i senars (G−) és una graduació mòdul 2
també respecte del producte geomètric (en darrera instància això es deriva de
l’equació (34), en la qual el producte de dos vectors es resol en un escalar, que
té grau 0, i un bivector, que té grau 2). En particular, G+ és una subàlgebra.
Els isomorfismes G1,0 ' R⊕R, G0,1 ' G+2,0 ' C, G2,0 ' R(2) o G0,2 ' G+3,0 ' H,
fàcils d’establir directament, són de fet exemples d’un ordit general, com podeu
trobar a [215]. D’aquests isomorfismes, els que connecten més estretament
l’àlgebra amb la geometria són C = G+2,0 ' C i H = G+3,0 ' H en el cas del
pla i espai euclidians, respectivament (de C i H direm que són els números
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complexos i els quaternions geomètrics, puix que emergeixen directament de la
geometria i no d’una definició ad hoc com la usual per introduir C i H). Per a
mostres de diverses aplicacions de G, vegeu [215, 112] i les seves bibliografies.

Tot seguit aportem algunes referències generals sobre diverses XN algebro-
geomètriques, amb uns comentaris breus. Per a consideracions més detallades
sobre aquestes i altres referències, vegeu [217].

Xarxes neuronals complexes Potser la idea més important d’aquestes xarxes
és que poden explotar les propietats de la fase dels números complexos. A
l’inici de l’estudi d’aquestes xarxes destaquen els treballs de Hirose i la seva
escola, molt enfocats al tractament del senyal, amb reculls com [85] (2003) i
tractats com [141] (2009) o [86] (2012; una segona edició d’un llibre del mateix
títol i autor publicat el 2006), i la col.lecció de deu articles aplegats a [87] (2013),
dels quals sobresurt el primer, pel mateix Hirose (l’editor del volum), amb
el títol Application fields and fundamental merits of complex-valued neural
networks. Al mateix cercle pertany el text [1], que il.lustra amb experiments
gràfics molt convincents el valor de tenir en compte la fase.

Més recentment tenim [75] (2016), sobre xarxes complexes convolutives;
[159] (2017), enfocat a la classificació d’imatges; [196] (2017), on l’èmfasi rau en
les xarxes profundes, i [129], que aporta una valoració de les xarxes complexes
en tasques de classificació de senyals reals. Finalment esmentem [198], en el
qual és palesa la significació de les xarxes complexes des d’altres punts de
vista, particularment el de l’AA profund, un «terme paraigua per a tècniques
emergents que intenten generalitzar models neuronals profunds (estructurats)
a dominis no euclidians com ara grafs i varietats».

Xarxes quaterniòniques L’interès d’aquestes xarxes prové de la relació que
tenen els quaternions (geomètrics, si us plau) amb el grup de rotacions de
l’espai euclidià ordinari, una relació especialment diàfana en termes de H, ja
que l’expressió h(x) = hxh̄, h ∈ H no nul, és un vector si x és un vector i h és
una semblança de raó |h|2 (una rotació si h és unitari). Una altra raó és que els
quaternions tenen tres fases i que aquestes fases es poden usar per extreure
informació valuosa dels senyals que s’han de processar.

La recerca en XNQ també ve de lluny, fins i tot abans que la de les xarxes
complexes. Remetem a [29] i [88] per a informació històrica rellevant relativa
al que s’anomena anàlisi de Clifford, sobretot en relació amb transformades
de Fourier i d’ondetes en un context quaterniònic i en la seva generalització
al context geomètric. En el tema més concret que ens ocupa, a l’origen hi ha
Gerald Sommer i els seus col.laboradors: [38] (1998, generalització dels filtres
de Gabor) i [36] (2000, generalització del perceptró multicapa). La memòria [42]
presenta una teoria d’ondetes quaterniòniques «per a l’anàlisi i processament
d’imatges» i [92] (2009) és una panoràmica de les propietats i aplicacions de
les xarxes quaterniòniques fins aquell moment.

A la darrera dècada, la recerca en XNQ ha prosseguit tant en el front aplicat
com en el teòric. L’article [93] s’ocupa del perceptró multicapa quaterniònic.
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A [103] s’investiguen les XNQ de Hopfield i la seva invariància per rotacions.
En els treballs [142] i [143], les XNQ s’apliquen a la comprensió del llenguatge
parlat. Les XNQ profundes s’estudien a [67] i les convolutives, a [222]. Fi-
nalment [219] presenta una versió quaterniònica de les xarxes de càpsules
adreçada a processar núvols de punts de l’espai ordinari, i a [130] s’introdueix
una XNQ que ofereix invariància per contrast i sensibilitat als angles de rotació.

Xarxes geomètriques Curiosament, l’estudi de les XNG va començar fins i
tot abans que el de les XNQ, com per exemple a [152], i G. Sommer en fou un
impulsor a principis del mil.lenni amb treballs com ara [182], en què desenvo-
lupa els fonaments teòrics que li serveixen per a problemàtiques com la visió
artificial i la robòtica, [37], dedicat a una G-versió del perceptró de capes múlti-
ples, [61] i [39], que desenvolupen la noció de senyal monogènic. Una culminació
d’aquests esforços és la tesi de Sven Buchholz, [35], que s’ha de considerar, com
indica el seu títol, una teoria de la computació neuronal amb àlgebres geomè-
triques. Com a mostra d’aplicacions, citem [162] (segmentació d’imatges), [20]
(vectors de suport en el context geomètric), els volums [18] (computació geo-
mètrica per a transformades d’ondetes, visió artificial, aprenentatge, control
i acció) i [21] (computació geomètrica en enginyeria i informàtica), [63] (ús
de l’àlgebra geomètrica per a la detecció de vores en imatges en color), [99]
(tècniques d’optimització en estimació geomètrica), [155] (mètodes d’agrupació
basats en l’àlgebra geomètrica conforme G4,1) i [209] (tractament d’imatges
multiespectrals amb àlgebra geomètrica). Acabem amb [19], el primer volum
del que ha de ser un tractat sistemàtic d’aquests desenvolupaments.

Altres xarxes algebrogeomètriques A l’article [213] (2020) es construei-
xen xarxes octoniòniques convolutives i s’apliquen a classificació d’imatges
CIFAR-10 i CIFAR-100. Segons els autors, tenen millor convergència i precisió
que altres xarxes aplicades a les mateixes tasques. Els octonions s’han aplicat
també amb èxit a l’aprenentatge per diccionari [dictionary learning], com ara
a [114] (2018), una aproximació que de fet es pot formular per a àlgebres més
generals, que inclouen les geomètriques, com s’exposa a [115].

Examinem ara [89] (2020). En el resum es declara que:

. . . els nostres resultats demostren que hi ha àlgebres alternatives que pro-
porcionen millors paràmetres i eficiència computacional en comparació amb R.
Considerem C, H, R(2), C(2), R(3), R(4), R⊕R (números dobles) i R3 amb el
producte vectorial. A més, observem que la multiplicació d’aquestes àlgebres
té una densitat de càlcul més elevada que la multiplicació real, una propietat
útil en situacions amb una reutilització de paràmetres intrínsecament limitada,
com ara inferència autoregressiva i xarxes neuronals esparses. Per tant, investi-
guem com es pot induir l’esparsitat a les xarxes considerades. Esperem que els
nostres resultats pràctics en proves a gran escala fomentin una exploració pos-
terior d’aquestes arquitectures no convencionals que interpel.len l’elecció per
defecte d’utilitzar números reals per a pesos i activacions de xarxes neuronals.
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Atès que potser no és el lloc per fer-ne una apreciació crítica, ens limitem a
subratllar que ja hem comentat la natura geomètrica de C, H i R(2). Pel que
fa als altres casos, R ⊕ R ' G1,0, C(2) ' G1,3 (àlgebra geomètrica de l’espai-
temps) i R(4) ' G2,2. L’àlgebra (R3,×) és una àlgebra de Lie, però de fet la seva
natura és geomètrica, ja que el producte vectorial de dos vectors és el dual
de Hodge (dins l’àlgebra G3,0) del seu producte exterior. Per a totes aquestes
qüestions podeu consultar [215]. Com a contrapunt, creiem que el valor de
les xarxes geomètriques queda reforçat, tant per raons teòriques com pels
aspectes computacionals.

6.4 Qüestions obertes

La teoria de l’AA és un camp de recerca activa, on conflueixen aspectes mate-
màtics particularment diversos, des de la teoria de la informació, per refinar
nocions de complexitat adaptades a les xarxes ultraparametritzades; la física
estadística, per analitzar límits computacionals i estadístics en gran dimen-
sió, o l’anàlisi harmònica i l’optimització, elements crucials per descriure —i
prescriure— algorismes en xarxes profundes.

En conseqüència, actualment hi ha un gran nombre de qüestions obertes en
tots aquests fronts. Considerem-ne algunes de les més remarcables.

Models funcionals profunds Com s’ha esmentat a l’apartat 3.2, les xarxes
neuronals profundes suposen un repte important en termes d’aproximació i
d’optimització. Els mètodes de camp mitjà donen una resposta satisfactòria
en el cas de les xarxes somes (apartat 4.3), i actualment un repte important
és poder estendre’ls a models profunds, amb resultats preliminars que podeu
trobar a [60].

Anàlisi quantitativa de xarxes somes Les xarxes somes, tot i ser la classe
de xarxes neuronals més simple, són objecte de força qüestions obertes. En
particular, resultats recents ([71, 53]) estudien cotes inferiors d’aprenentatge,
és a dir, donen resultats negatius sobre la impossibilitat d’aprendre certes
classes de funcions parametritzades per xarxes somes amb un nombre polinò-
mic de dades. En contrapartida, la teoria del camp mitjà pinta una situació més
optimista (i més alineada amb el comportament empíric), però de moment en
termes asimptòtics. Un problema d’importància màxima és, doncs, comprendre
com es poden lligar aquestes dues perspectives amb una versió quantitativa
dels resultats positius d’aprenentatge.

Variacions del mètode del gradient descendent Els resultats empírics de
les xarxes profundes depenen críticament del mètode d’optimització. Tot i que
el mètode del gradient descendent és la versió més bàsica i que ofereix una
visió matemàtica més nítida [184, 57, 44, 56, 30, 71], és necessari incorporar
variacions importants, com ara la versió estocàstica [169, 98, 46, 189, 97], o les
tècniques de renormalització [batch/layer normalization] [125, 168].
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Més enllà de l’aprenentatge supervisat El panorama de qüestions obertes
és engrescador. Per esmentar un camp en particular, les tècniques d’autoapre-
nentatge [self-supervised learning] estan començant a donar fruits comparables,
o fins i tot superiors, a les versions amb supervisió estàndard [74]. La teoria
d’aprenentatge estadístic està tot just començant a considerar règims d’apre-
nentatge mes enllà del supervisat; per exemple, l’aprenentatge per transferència
[transfer learning] [77], o l’esmentat autoaprenentatge [117, 195, 210] o la pers-
pectiva de causalitat [6].

A Probabilitat

En aquest apèndix recollim alguns conceptes i resultats de teoria de probabili-
tats emprats en diversos indrets de les seccions precedents.

A.1 Desigualtat de Hoeffding

Considerem Xj ∈ [a, b], j = 1, . . . ,m, variables aleatòries independents amb la

mateixa mitjana µ, i definim µm = 1
m
∑
j Xj . Llavors

P(|µ − µm| > ε) à 2e−2mε2/(b−a)2 .

Com a exemple, podem considerar el cas Xi ∈ [0,2π] amb distribució uni-
forme, de manera que µ = π , b − a = 2π , i l’exponent queda igual a − 1

2π2mε2,

és a dir, P(|π − µm| > ε) à 2e−
1

2π2mε2
.

A.2 Probabilitat recíproca

Suposem que una variable aleatòria X satisfà P(X > ε) à f(ε) per a tot ε > 0,
on f(ε) > 0 és una funció donada. Si δ′ > 0 és del domini de f , i f(δ′) = δ,
llavors P(X à δ′) = 1− P(X > δ′) á 1− f(δ′) = 1− δ. És a dir, assegurem la
relació X à δ′ amb probabilitat almenys 1− δ.

La determinació de δ′ com a funció de δ és una qüestió que cal tractar en ca-
da cas concret. Per exemple, en la desigualtat de Hoeffding per a les Xi ∈ [0,2π]
uniformes, δ′ = π

√
2
m ln 2

δ . Així doncs, |π − µm| à π
√

2
m ln 2

δ amb probabilitat
d’almenys 1− δ. Si considerem Yj = cosXj ∈ [−1,1], que tenen mitjana 0, el

que trobem és
∣∣ 1
m
∑
j Yj

∣∣ à √ 2
m ln 2

δ amb probabilitat d’almenys 1− δ.

A.3 Desigualtat de McDiarmid

Sigui f : Zn → R una funció per a la qual existeix una constant c > 0 tal que

|f(z1, . . . , zj , . . . , zn)− f(z1, . . . , z′j , . . . , zn| à c (35)
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per a tot j = 1, . . . , n i qualssevol z1, . . . , zn, z′j ∈ Z. Si z = z1, . . . , zn ∈ Zn és
una seqüència de variables aleatòries independents, llavors es compleixen les
desigualtats

P(f(z)− E[f (z]) á ε) à exp

(
−2ε2

mc2

)
, (36)

P(f(z)− E[f (z)]) à −ε) à exp

(
−2ε2

mc2

)
. (37)

Utilitzant ara la probabilitat recíproca, podem assegurar que

|f(z)− E[f (z)]| à c
√
m
2

ln
2
δ

(38)

amb probabilitat no inferior a 1− δ.
Aquesta desigualtat, dita de «diferències fitades», és un ingredient principal

en la demostració de les desigualtats de Rademacher.

A.4 Lema de Gibbs i la divergència KL

Suposem que p = p1, . . . , pn i q = q1, . . . , qn són distribucions de probabilitat.
Llavors

−
∑
j
pj log2(pj) à −

∑
j
pj log2(qj),

amb igualtat si, i només si, q = p.
D’això resulta que

∑
j pj log2(pj/qj) á 0, amb igualtat només si q = p.

Aquesta expressió se sol conèixer com a divergència de Kullback-Leibler de p i q,
i es denota KL(p, q). Convé remarcar que en general KL(q,p) 6= KL(p, q).

La divergència KL és una eina important en la teoria de les xarxes bayesianes
per comparar les distribucions de probabilitat en temps consecutius. Per altra
banda, vist que H(p) = −

∑
j pj log2(pj) és l’entropia de la distribució p, és a

dir, la informació mitjana proporcionada en una prova de p, és natural que la
divergència KL sigui també significativa en la teoria de la informació.

B Notes bibliogràfiques

La bibliografia sobre AA, per no dir sobre IA, és vastíssima i creix diàriament.
És, doncs, impossible donar-ne compte en un article panoràmic com aquest.
Per tant, ens limitem a consignar la bibliografia que ens sembla més rellevant
per a cada secció, sovint amb algun comentari o citació, i ensems a suggerir
diversos materials que poden servir per aprofundir en els temes tractats o en
d’altres de natura complementària.
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B.0 Notes a la Introducció

Tractats d’AA Generals: [80, 176, 72, 161, 3]. Aproximació bayesiana: [192,
144, 172]. Aplicacions: [173, 11]. Aspectes computacionals: [76, 135, 139].

Articles clàssics [123] (primer model matemàtic de les neurones biològiques),
[165] (introducció del perceptró), [211] (ADALINE, neurona lineal adaptativa),
[166] (neurodinàmica), [171] (algorisme de retropropagació), [127] (tractat sobre
el perceptró, introducció a la geometria computacional, història de les idees
d’aprenentatge i XN fins a 1988), [65] i [116] (reconeixement de patrons visuals
amb XN), [102] (recull d’articles sobre la percepció com a inferència bayesiana),
[133] (enciclopèdia de ciències cognitives).

Les moltes cares de la IA És manifest que la IA, via el seu desenvolupament
accelerat en tots els sectors, ja afecta tota la humanitat, i la direcció i el ritme
de la seva evolució expansiva no sembla fàcil d’endevinar. Tanmateix, com
s’indica a [66], «la societat ignora en gran manera les capacitats, els requisits
i les pràctiques estàndard de la IA» i ensems «pren consciència dels perills
que comporta la ignorància i, amb raó, demana solucions». Les reflexions, la
bibliografia i les propostes d’aquest article són valuoses per a tothom concernit
per aquestes incerteses i per la incidència que tenen en l’esfera ètica.

Entre els documents que analitzen les múltiples facetes de l’IA, actual
i futura, ens semblen molt rellevants l’article [52] i l’informe [188]. Escrits
d’aquesta mena, i com el citat en el paràgraf anterior, són imprescindibles per
formar-se una idea de conjunt, amb molt poc aparell tècnic, de la IA tal com
s’entén actualment.

B.1 Notes a la secció 1 (Preludis)

El tractat [132] ofereix una presentació sistemàtica a l’AA des d’una perspectiva
probabilista. Per a una breu apreciació general sobre aquesta perspectiva, vegeu
l’article [69].

El text [124] explica l’evolució històrica de la fórmula de Bayes-Laplace des
de l’origen fins a la publicació del llibre. Documenta moltes aplicacions, com
ara el fet que fou Alan Turing, en els seus treballs per a desxifrar l’Enigma, qui
va promoure l’ús sistemàtic de la teoria de Bayes-Laplace en la forma en què
s’ha conegut posteriorment. Un bon complement és [186], escrit per un dels
protagonistes de la cerca de la bomba atòmica perduda l’any 1966 en el mar de
la costa de Palomares a causa d’un accident de la força aèria americana i també
del submarí nuclear Scorpion perdut per la marina americana a l’Atlàntic el
maig de 1968.

Amb el subtítol «Why so many predictions fail-but some don’t», l’autor
de [179], potser l’harúspex més prestigiós en la predicció dels resultats electo-
rals, ens diu que «El teorema de Bayes [. . . ] implica que hem de pensar d’una
altra manera sobre les nostres idees —i com posar-les a prova. Ens hem d’acos-
tumar més estretament amb la probabilitat i la incertesa. Hem de pensar amb
més cura sobre les suposicions i creences amb què confrontem un problema»
(pàgina 15).
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El lema del creador de la teoria de patrons moderna, Ulf Grenander (1923–
2016), era usar la teoria de patrons per crear estructures matemàtiques deriva-
des tant del món natural com del món creat pels humans. En aquesta teoria, els
mètodes bayesians hi tenen un paper fonamental, com queda reflectit a [131].
En tot cas, la teoria de patrons és molt més general que el problema del seu
reconeixement, fins ara el més estudiat, com ara a [25].

Anàlisi de components principals i descomposició en vectors singulars:
[80, capítol 8], [113, capítol 7], [189], [208, capítol 8]. Aquests mètodes estan
a l’origen de les tècniques de «reducció dimensional», un aspecte important
de l’AA, [9]. Un tema relacionat és l’anomenat anàlisi discriminant, que podeu
trobar en la majoria de tractats generals, com ara [109, capítol 8].

Finalment, [164] és una bona referència per a k-NN i k-mitjana, que comprèn
també el tractament computacional. Coincidim amb l’autor en la noció que
l’aprenentatge no supervisat és una àrea de recerca molt activa a la qual encara
cal dedicar esforços per obtenir resultats generals satisfactoris.

B.2 Notes a la secció 2 (Aprenentatge inductiu en gran dimensió)

Sobre el malefici dimensional, Donoho en va donar una descripció precisa a [55]:
«la intractabilitat aparent de la cerca sistemàtica, o de l’aproximació acurada
d’una funció, o de la seva integració, en un espai d’alta dimensió».

De l’aprenentatge inductiu, també anomenat aprenentatge estadístic, [201]
conté una exposició de l’estructura d’aquesta teoria per part d’un dels ini-
ciadors de la seva forma moderna. Per a un resum, vegeu [202]. Esmentem
també [108], un text relativament elemental, els extensos tractats [78] i [183] i
la monografia [200].

En la presentació de l’aprenentatge inductiu hem recorregut a la noció
d’expert, com una funció f∗ : X → Y. En la pràctica, un expert també està
sotmès a un cert grau d’incertesa. El tractament d’aquesta situació es pot
fer substituint f∗ per una distribució de probabilitat P(x,y) sobre X × Y,
que podem mirar, via la relació P(x,y) = P(x)P(y|x), com una distribució
de probabilitat Px(y) = P(y|x) sobre Y per a cada x ∈ X. L’adaptació del
model bàsic a aquesta situació més general no ofereix dificultat i es pot trobar
exposada en molts textos, com ara [78, 212, 200].

Una altra idea que ha resultat molt productiva és la de produir bons predic-
tors a partir de predictors dèbils (és a dir, que encerten només una mica millor
que un predictor aleatori). La generació de predictors dèbils és relativament
fàcil, i és un fet remarcable que hi hagi un algorisme senzill i eficient per
construir un predictor fort a partir dels febles. Es coneixen com a algorismes de
potenciació [boosting] i el més popular, AdaBoost (potenciació adaptativa), fou
introduït a [64], un treball en el qual s’estableix una fita a l’error empíric de l’al-
gorisme, es fa una anàlisi en termes de la dimensió VC i s’indiquen aplicacions
a problemes tant de classificació múltiple (com ara reconeixement de cares)
com de regressió. Podeu trobar-ne una exposició excel.lent a [176, capítol 10].

Pel que fa a les neurones i les xarxes neuronals, hem adoptat l’esquema
de [204]. N’hi ha versions més detallades en molts textos, com ara [5, 80, 140].
Esmentem també l’article panoràmic [174].
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Finalment, [49] compta com el primer article en què es va establir la capacitat
de les xarxes neuronals per aproximar qualsevol funció contínua uniformement
sobre compactes. Vegeu també [91] i [90]. L’article [220] ofereix una apreciació
actualitzada d’aquesta problemàtica.

B.3 Notes a la secció 3 (Aproximació)

Espais de Sobolev Una funció f : Ω → R és de la classe de SobolevH s,p(Ω)
si f i les seves derivades fins a ordre s són integrables a Lp(Ω); vegeu [170]
per a més detalls.

Notacions asimptòtiques Donades funcions f , g : R→ R+, diem que g(t) és
O(f(t)) si existeix una constant c > 0 tal que g(t) à cf(t) per a t� 0. Simi-
larment, g(t) és Ω(f (t)) si existeix una constant c′ > 0 tal que g(t) á c′f(t)
per a t�0. Finalment, es diu que g(t) és Θ(f (t)) si és O(f(t)) i Ω(f (t)).

B.4 Notes a la secció 4 (Optimització)

Convex per desplaçaments La generalització de la convexitat euclidiana als
fluxos de gradient de Wasserstein [205, capítol 23].

DistànciaW2 de Wasserstein Donades dues mesures de probabilitat µ i µ′ en
un espai mètric M , W2(µ, µ′)2 = infγ∈Γ(µ,µ′)

∫
d(x,x′)2 dγ(x,x′), on Γ(µ, µ′) és

el conjunt de densitats de probabilitat sobre M ×M amb densitats marginals µ
i µ′. Vegeu [205, capítol 6] i, en particular, la discussió a les notes bibliogràfiques
sobre la terminologia en què conclou que la més adient seria mètrica Lp mínima,
o mètric de Kantorovich si hagués de portar un nom. Tanmateix, Villani també
usa la terminologia usual.

Funcions β-regulars Una funció f de classe C1 és β-regular si ||∇f(x) −
∇f(y)|| à β||x −y||, és a dir, si ∇f és β-Lipschitz.

Mínim local aproximat Si f és C2 i ∇2f és ρ-Lipschitz, un mínim local
aproximat a menys de ε és un punt x tal que ‖∇f(x)‖ à ε i∇2f(x)+√ρεI ≺ 0.

B.5 Notes a la secció 5 (Generalització)

A [158, pàgina 18], l’autor troba una mica inapropiada la imatge «d’engrunar
en bocins petits» que suscita la noció de disgregar [shatter] una classe de
funcions F un conjunt S, i que seria millor una imatge que evoqués la facultat
de F de seleccionar qualsevol subconjunt de S, però l’accepta perquè «almenys
és vívida». Per a més precisions, vegeu [185], una referència que hem d’agrair a
un dels revisors.

Per a la capacitat VC de l’espai de funcions que calcula una XN, vegeu [17].
La fita (32) de Rad(A) es coneix com a lema de Massart.
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El teorema 8 es pot demostrar usant la desigualtat de McDiarmid (vegeu
l’apartat A.3). Per q detalls i més informació, vegeu [176, capítol 26], [105, 107,
106].

B.6 Notes a la secció 6 (Altres models i problemes oberts)

Inferència bayesiana Consignem alguns dels textos cabdals apareguts durant
aquest segle: [136] (un llibre de text sobre xarxes bayesianes); [104] (models
gràfics probabilistes); [51] (modelització i raonament amb xarxes bayesianes);
[50] (ús de la factorització de matrius per aprendre models de Markov; una bona
mostra d’aplicació de la descomposició en valors singulars); [13] (raonament
bayesià i AA); [128] (models gràfics per processar dades incompletes); [84]
(llenços de Markov en el cervell, és a dir, fronteres estadístiques que regeixen
les interaccions entre els esdeveniments a una banda i a l’altra del llenç).

Aprenentatge amb reforç i algunes aplicacions [190] (un manual extens
sobre l’aprenentatge amb reforç i sobre diversos temes relacionats); [178] (un
article breu sobre l’AA en modalitat d’autoreforç per a jocs com els escacs
o el go); [32] (i per al pòquer); [175] (un text recent sobre l’estat de l’art en
aprenentatge amb reforç); [47] (aprenentatge amb reforç en el camp de la
robòtica); [40] (aprenentatge amb reforç aplicat al problema del plegament de
proteïnes).

Teoria de patrons Es pot considerar que el pare de la teoria de patrons
actual és Ulf Grenander (1923–2016). La relació d’aquesta teoria amb l’AA
és profunda i sembla clar que no s’ha explorat en aquesta direcció tot el
seu potencial. Certament, es poden citar les Lectures in Pattern Theory de
Grenender (Springer LNiM 18, 24, 33), però la versió que ens sembla més adient
com a inspiració per a l’AA és l’aproximació de David Mumford al volum [131]
i a la monografia [221].

AA i intel.ligència En línies generals, hi ha dos grans ramals en construcció
enfocats a l’estudi de l’aprenentatge i la intel.ligència des del punt de vista
algorísmic. Un és el representat per l’AA, amb totes les seves variants, del qual
hem intentat fer una presentació panoràmica en aquest treball. El propòsit
de l’altre ramal, en canvi, és esbrinar l’estructura i el funcionament dels cer-
vells del regne animal, principalment els dels mamífers i, molt especialment,
els dels humans. Aquests dos ramals estan encara lluny de convergir, però
tot sembla indicar que ho faran en algun moment futur. En acabar aquest
article, s’ha publicat [79], un llibre remarcable tant pel seu estil divulgatiu com
per les referències als treballs de recerca essencials en què es basen els seus
arguments. El recomanem vivament a tothom que tingui interès per l’evolució
de la interacció entre els dos ramals, una cruïlla interdisciplinària en la qual
creiem que tindran un paper destacat moltes de les tècniques que hem descrit
fins aquí, potser amb modificacions i potser amb d’altres no inventades encara.
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